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1 Regression

1.1 Einleitung

Oftmals will man mit Daten Zusammenhänge bestimmen, etwa zwischen der Größe einer
Wohnung und dem Mietpreis, oder der Verkehrsdichte und der Durschschnittsgeschwindig-
keit von Fahrzeugen. Weiter kann die Zielvariable oder Beobachtung (hier etwa Mietpreis und
Durschschnittsgeschwindigkeit) von weiteren Einflüssen (Covariate oder unabhängige Varia-
ble) abhängen, etwa von der Lage der Wohnung, oder der Breite der Straße. In den meisten
Situationen kann man ein Regressionsmodell verwenden, um Korrelationen zwischen Cova-
riaten und Zielvariablen herauszufinden. Dieses ist für n Messungen (also etwa n Wohnungen
oder n bestimmte Durchschnitsgeschwindigkeiten) und k Einflussgrößen von der Form

yi = β0 + β1xi1 + β2xi2 + · · ·+ βkxik + εi, i = 1, ..., n (1.1)

Hier sind y1, ..., yn die Beobachtungen und xi1, ..., xik sind die Werte der Einflussgrößen auf
die i-te Beobachtung. Um dies in ein statistisches Modell umzuwandeln, seien ε1, ..., εn (und
damit auch y1, ..., yn) Zufallsvariable, und mit xi0 := 1 schreiben wir besser mit Vektoren1

Yi = xi·β + εi, i = 1, ..., n

oder mit x = (xij)i=1,...,n,j=0,...,k

Y = xβ + ε.

Bemerkung 1.1 (Einfache Regression). Der einfachste Fall tritt ein, wenn es nur eine
einzige Covariate gibt; siehe auch Beipsiel 1.2. In diesem Fall verändert sich das Regressions-
modell zu

yi = β0 + β1xi + εi, i = 1, ..., n

Im Gegensatz dazu nennt man (1.1) für k > 1 multiple Regression.

Beispiel 1.2 (Regressionsanalyse mit R). Wir verwenden einen Datensatz faithful aus
den 1980er Jahren, der in [R] verfügbar ist und dessen ersten Zeilen wir mittels

> head(faithful)

ansehen2, was

eruptions waiting

1 3.600 79

2 1.800 54

3 3.333 74

4 2.283 62

5 4.533 85

6 2.883 55

1Für uns ist im Folgenden x ein Spaltenvektor und x> ein Zeilenvektor.
2Das Kommando head liefert nur die ersten Zeilen des Datensatzes. Will man den Datensatz ganz ansehen,

gibt man faithful ein.
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Abbildung 1.1: Das Datenbeispiel aus dem faithful-Datensatz, der in R zur Verfügung
steht.

liefert. Die Größe waiting steht für die Wartezeit bis zur nächsten Eruption des Old Faithful
Gaysier im Yellowstone National Park der USA und eruptions für dessen Dauer. Um uns
einen ersten Eindruck zu verschaffen, ob diese beiden Größen korreliert sind, plotten wir
einfach mal die Datenpunkte. Mit

> duration = faithful$eruptions

> waiting = faithful$waiting

weisen wir die beiden Spalten des Datensatzes den Vektoren duration und waiting zu. Den
gewünschten Plot erzeugen wir durch

> plot(waiting, duration, xlab="Wartezeit", ylab="Dauer der Eruption")

Das Ergebnis ist in Abbildung 1.1 abgebildet. 3

Offenbar besteht ein Zusammenhang zwischen der Wartezeit und der Dauer der Eruption.
Wir werden in den folgenden Kapiteln herleiten, wie man sinnvollerweise eine Regressionsge-
rade durch die Datenwolke legt, die gut passt. Der entsprechende R-Befehl wird

> lm(eruptions ~ waiting, data=faithful)

lauten. Dies liefert den Output

3Um das Bild in ein Skript wie dieses hier einzubetten, ist es natürlich praktisch, wenn es als pdf vorliegt.
In R habe ich deswegen die Befehle

> pdf(file = "fig1.pdf", width=7, height=5, family="Times", onefile=FALSE)

> par(mar=c(5,4,1,1), cex=1.5)

vor den plot-Befehl gestellt. (Der par-Befehl verkleinert die Ränder des Bildes für eine bessere Optik.) Nicht
vergessen darf man allerdings, nach dem plot-Befehl auch noch

> dev.off()

einzugeben, erst dann kann die pdf-Datei fehlerfrei dargestellt werden.
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Abbildung 1.2: Die von R berechnete Regressionsgerade im faithful-Datensatz.

Coefficients:

(Intercept) waiting

-1.87402 0.07563

Das bedeutet, dass R die Gerade

Ŷ = −1.87402 + 0.07563x

für die Wartezeit Y und die Dauer der Eruption x gefunden hat. Dies können wir auch grafisch
in Abbildung 1.2 veranschaulichen.4 Im Folgenden wollen wir diese Regressiongerade und ihre
Eigenschaften diskutieren. Wir gehen dabei gleich zum Fall der multiplen Regression, in dem
waiting auch mehr als eine Variable beinhalten hätte können. In Kapitel 1.7 kommen wir
noch einmal auf das Beispiel zurück.

1.2 Das Modell

Das statistische Modell besteht aus den Daten Y und deren Verteilungen. Letztere hängen
nur von den Werten β und den Verteilungen von ε ab. Wir bezeichnen die Verteilungen
deswegen auch mit Pβ (und spezifizieren damit die Abhängigkeit von der Verteilung von ε
nicht genauer). Oftmals werden wir Annahmen über die Verteilung von ε treffen.

Annahme 1.3 (Gauß-Markov-Bedingungen). Es gilt für ein σ2 > 0

Eβ[εi] = 0, COVβ[εi, εj ] = σ2δij .

4Praktisch ist hier der Befehl abline. Um die Gerade zu plotten, habe ich die Befehle

> coeffs=coefficients(lm(eruptions ~ waiting, data=faithful))

> coeffs=as.vector(coeffs)

> abline(coeffs)

benutzt. Der erste Befehl gibt die beiden Koeffizienten in einer Liste aus, der zweite wandelt diese in einen
Vektor um und der dritte zeichnet die Regressionsgerade.
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Hierfür schreiben wir auch

Eβ[ε] = 0, COVβ[ε, ε] = Eβ[εε>] = σ2I

für die k× k-Einheitsmatrix I, wobei alle Gleichungen in Vektorschreibweise gelesen werden.

Stärker ist die Annahme, dass die Daten sogar unabhängig normalverteilt sind und gleiche
Varianz haben.

Annahme 1.4 (Normalverteilungsannahme). Für ein σ2 ist ε1, ..., εn unabhängig und
nach N (0, σ2) verteilt. (Insbesondere sind alle Varianzen identisch.)

Ein erstes Ziel ist es, die Parameter β zu bestimmen bzw. zu schätzen. Als Konsequenz erhält
man dann die Vorhersage Ŷ = xβ̂. Der Fit des Modells ist umso besser, je kleiner die Residuen
Y − Ŷ sind. Deshalb versucht man, die Summe der Residuenquadrate zu minimieren, also
suchen wir β, so dass5

RSS(β) :=
n∑
i=1

(Yi − xi·β)2 = (Y − xβ)>(Y − xβ) = Y >Y − 2Y >xβ + β>x>xβ

minimal wird. Wir nehmen im Folgenden immer an, dass x>x invertierbar ist (ansonsten
müssen wir mit Pseudo-Inversen arbeiten). Eine notwendige Bedingung ist damit

0 = 1
2∇RSS(β) = −Y >x+ β>x>x = (x>xβ − x>Y )>,

also ist ein Extremum von β 7→ RSS(β) bei

β̂ = (x>x)−1x>Y.

Theorem 1.5 (Multiple Regression). Falls x>x invertierbar ist, so ist das Minimum von
RSS(β) eindeutig und bei

β̂ = (x>x)−1x>Y.

Für die Vorhersage

Ŷ := xβ̂(= x(x>x)−1x>Y )

gilt

Y − Ŷ = (I − x(x>x)−1x>)ε.

Außerdem stehen die Residuen Y −Ŷ sowohl auf den Vorhersagen Ŷ , als auch auf den Spalten
von x senkrecht.

Bemerkung 1.6 (Minimales RSS). Den minimalen Wert der Residual Sum of Squares
bezeichnen wir mit

RSS := RSS(β̂) =

n∑
i=1

(Yi − xi·β̂)2 =

n∑
i=1

(Yi − Ŷi)2 = (Y − Ŷ )>(Y − Ŷ ).

5RSS steht für Residual Sum of Squares.
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Beweis von Theorem 1.5. Die Tatsache, dass der Gradient von RSS(β) bei β̂ verschwindet,
haben wir oben bereits nachgerechnet. Weiter ist die Hesse-Matrix von RSS(β) (für alle β)
durch x>x gegeben ist, also durch eine positiv-definite Matrix. Für die zweite Behauptung
setzen wir Ŷ in das Modell ein und erhalten

Y − Ŷ = (I − x(x>x)−1x>)Y = (I − x(x>x)−1x>)(xβ + ε)

= xβ + ε− xβ − x(x>x)−1x>ε = (I − x(x>x)−1x>)ε.
(◦)

Weiter schreiben wir

(Y − Ŷ )>Ŷ = Y >x(x>x)−1x>Y − Y >x(x>x)−1x>x(x>x)−1x>Y = 0,

(Y − Ŷ )>x = Y >x− Y >x(x>x)−1x>x = 0,

woraus die behauptete Orthogonalität folgt.

1.3 Schätzung der Modellparameter

Zwar haben wir nun Schätzer für β̂ erhalten, allerdings wissen wir noch nichts über ihre
Eigenschaften, etwa die Unverzerrtheit und Konsistenz. In diesem Abschnitt zeigen wir, dass
β̂ beide Eigenschaften besitzt (Theorem 1.7), und geben einen unverzerrten und konsistenten
Schätzer für σ2 an (Theorem 1.8).

Theorem 1.7 (Unverzerrtheit, Konsistenz von β̂). Gelten die Gauß-Markov-Bedingungen,
so ist Eβ[Y ] = xβ und β̂ ist ein unverzerrter Schätzer für β. Weiter gilt

COVβ,σ2 [β̂, β̂] = σ2(x>x)−1.

Gilt tr((x>x)−1)
n→∞−−−→ 0, so ist β̂ ein konsistenter Schätzer für β.

Beweis. Es gilt

Eβ,σ2 [β̂] = (x>x)−1x>(xβ) = β,

woraus die Unverzerrtheit von β̂ folgt. Weiter ist

COVβ,σ2 [β̂, β̂] = ((x>x)−1x>)COVβ,σ2 [Y, Y ]x(x>x)−1)

= ((x>x)−1x>)COVβ,σ2 [ε, ε]x(x>x)−1)

= ((x>x)−1x>)σ2Ix(x>x)−1) = σ2(x>x)−1.

Für die Konsistenz ist zunächst klar, dass Vβ,σ2 [β̂i] = σ2((x>x)−1)ii. Da (x>x)−1 als positiv-

definite Matrix positive Diagonaleinträge hat, so folgt aus der Bedingung tr((x>x)−1)
n→∞−−−→ 0,

dass für i = 1, ..., k
Vβ,σ2 [β̂i]

n→∞−−−→ 0

und die Behauptung folgt.

Zwar haben wir nun einen unverzerrten und konsistenten Schätzer für β, jedoch sollten wir
auch in der Lage sein, σ2 zu schätzen.
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Theorem 1.8 (Ein Schätzer für σ2). Gelten die Gauß-Markov-Bedingungen, so ist

σ̂2 :=
1

n− k − 1
RSS =

1

n− k − 1

n∑
i=1

(Yi − Ŷi)2

ein unverzerrter und konsistenter Schätzer für σ2.

Beweis. Zunächst ist mit (◦)

RSS = (Y − Ŷ )>(Y − Ŷ ) = ε>(I − x(x>x)−1x>)(I − x(x>x)−1x>)ε

= ε>(I − x(x>x)−1x>)ε.
(∗)

Wir berechnen mit Theorem 1.56

Eβ[RSS] = Eβ[ε>(I − x(x>x)−1x>)ε] =
n∑
i=1

n∑
j=1

Eβ
[
εi(I − x(x>x)−1x>)ijεj

]
= σ2

n∑
i=1

((I − x(x>x)−1x>))ii = σ2tr(I − x(x>x)−1x>)

= σ2(tr(I)− tr(x>x(x>x)−1)) = σ2(n− k − 1),

woraus die Unverzerrtheit folgt. Für die Konsistenz schreiben wir mit (∗)

σ̂2 =
1

n− k − 1
(ε>ε− ε>x(x>x)−1x>ε).

Nach dem Gesetz der großen Zahlen ist 1
n

∑n
i=1 ε

2
i
n→∞−−−→fs σ

2, also auch 1
n−k−1ε

>ε
n→∞−−−→fs σ

2.

Außerdem ist (x>x)−1 positiv semi-definit und damit

Eβ[|ε>x(x>x)−1x>ε|] = Eβ[ε>x(x>x)−1x>ε] = Eβ[tr(ε>x(x>x)−1x>ε)]

= tr(x(x>x)−1x>Eβ[εε>]) = σ2tr(x(x>x)−1x>) = σ2(k + 1),

also 1
nε
>x(x>x)−1x>ε

n→∞−−−→L1 0. Insgesamt folgt also die Konsistenz

σ̂2
n→∞−−−→p σ

2.

In Theorem 1.5 und im Beweis des letzten Theorems spielte die Matrix I − x(x>x)−1x>

eine zentrale Rolle. Sie hat wichtige Eigenschaften, die wir nun sammeln. Wir wiederholen
zunächst den Begriff der Idempotenz.

6Wir verwenden hier die wohlbekannten Tatsachen aus der linearen Algebra, dass für Matrizen A,B

tr(A+B) = tr(A) + tr(B),

tr(AB) =
∑
i

∑
j

AijBji =
∑
i

∑
j

AjiBij = tr(BA).
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Bemerkung 1.9 (Idempotente Matrix). Eine quadratische Matrix A heißt idempotent,
wenn A2 = A. Eine solche Matrix hat als Eigenwerte nur 0 und 1.
Denn: Ist Av = λv für ein v 6= 0, so gilt auch Av = A2v = λAv = λ2v und damit λ = λ2.
Dies ist aber nur für λ ∈ {0, 1} möglich.

Lemma 1.10 (Eigenschaften von I − x(x>x)−1x>). Die Matrix

Σ := I − x(x>x)−1x>

ist idempotent, symmetrisch und positiv semi-definit. Weiter ist (x(x>x)−1x>)ii ≤ 1 für alle
i und rg(Σ) = n− k − 1.

Beweis. Die Symmetrie und Idempotenz von Σ leitet man direkt her. Weiter ist klar, dass im
letzten Beweis RSS ≥ 0, ganz egal, welche Werte ε annimmt. Nun folgt die positive Semi-
Definitheit von Σ aus (∗). Für die nächste Behauptung bemerken wir, dass die Diagonalein-
träge einer positiv semi-definiten Matrix nicht-negativ sind. (Wäre der i-te Diagonaleintrag
Σii, so wäre e>i Σei = Σii < 0, ein Widerspruch.) Es bleibt, die Aussage über den Rang von Σ
zu zeigen. Da als Eigenwerte von Σ nur 0 und 1 in Betracht kommen (siehe Bemerkung 1.9),
genügt es zu zeigen, dass die Summe der Eigenwerte von Σ gerade n−k−1 ist. Hierfür genügt
es, tr(Σ) = n−k−1 zu zeigen, wobei tr(Σ) die Spur von Σ ist (und bekanntermaßen invariant
unter Ähnlichkeitstransformationen ist). Die Behauptung folgt nun aus

tr(Σ) = tr(I)− tr(x(x>x)−1x>) = n− tr(x>x(x>x)−1) = n− k − 1.

1.4 Fit der Regressionsgeraden

Wir wollen nun untersuchen, wie gut der Fit der Regressionsgeraden Ŷ = xβ an die Daten Y
ist. Am besten geht dies durch die empirische Korrelation von Y und Ŷ .

Definition 1.11 (Bestimmtheitsmaß). Das Bestimmtheitsmaß ist definiert als

R2 =

(∑n
i=1(Yi − Y )(Ŷi − Y )

)2∑n
i=1(Yi − Y )2

∑n
i=1(Ŷi − Y )2

.

Wir wollen das Bestimmtheitsmaß nun durch die RSS ausdrücken, um einen klareren Zusam-
menhang zu sehen.

Proposition 1.12 (Darstellung des Bestimmtheitsmaßes). Es gilt

R2 =

∑n
i=1(Ŷi − Y )2∑n
i=1(Yi − Y )2

= 1− RSS∑n
i=1(Yi − Y )2

Bemerkung 1.13 (Interpretation). Liegt ein Bestimmtheitsmaß von R2 vor, so sagt man
auch, dass die Regressionsgerade einen Anteil von R2 an der Varianz der Daten erklärt.
Grund hierfür ist die erste Darstellung aus der Proposition. Die erklärte Varianz ist ja gerade∑n

i=1(Ŷi − Y )2, und die Gesamtvarianz ist
∑n

i=1(Yi − Y )2.
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Beweis. Zunächst zeigen wir die beiden Identitäten

RSS =

n∑
i=1

(Yi − Y )2 − (Ŷi − Y )2,

n∑
i=1

(Yi − Y )(Ŷi − Y ) =

n∑
i=1

(Ŷi − Y )2.

Sind diese gezeigt, so folgt die Aussage einfach aus

R2 =

(∑n
i=1(Ŷi − Y )2

)2∑n
i=1(Yi − Y )2

∑n
i=1(Ŷi − Y )2

=

∑n
i=1(Ŷi − Y )2∑n
i=1(Yi − Y )2

= 1− RSS∑n
i=1(Yi − Y )2

.

Für die erste Identität wissen wir aus Theorem 1.5, dass Ŷ − Y auf der ersten Spalte von
x, also auf 1, senkrecht steht. Deshalb ist

∑n
i=1 Ŷi =

∑n
i=1 Yi. Damit ergibt sich, da Ŷ > auf

Y − Ŷ senkrecht steht, Ŷ >Ŷ = (Ŷ − Y + Y )>Ŷ = Y >Ŷ und

n∑
i=1

(Yi − Y )2 − (Ŷi − Y )2 =
n∑
i=1

Y 2
i − Ŷ 2

i = Y >Y − Ŷ >Ŷ

= Y >(Y − Ŷ ) = (Y − Ŷ )>(Y − Ŷ ) = RSS.

Für die zweite Identität schreiben wir

n∑
i=1

(Yi − Y )(Ŷi − Y ) = (Y − Y I)>(Ŷ − Y I) = (Y − Ŷ + Ŷ − Y I)>(Ŷ − Y I)

= (Ŷ − Y I)>(Ŷ − Y I) =
n∑
i=1

(Ŷi − Y )2

und alle Aussagen sind gezeigt.

1.5 Das Gauß-Marov-Theorem

Die Schätzer β̂ haben wir mit der Methode der kleinsten Quadrate erhalten. Nun geben wir
einen berühmten Satz, dass dieses Vorgehen in der Tat in gewissem Sinn optimal ist.

Definition 1.14 (BLUE). Im Regressionsmodell heißt jeder Schätzer y 7→ c>` y linear. Er
heißt unverzerrt (für β), falls

Eβ[c>` Y ] = `>β

für alle `. Weiter heißt er Best Linear Unbiased Estimator (BLUE) (für β), wenn er unver-
zerrt ist und Vβ[c>` Y ] ≤ Vβ[d>` Y ] für jeden linearen unverzerrten Schätzer y 7→ d>` y ist.

Bemerkung 1.15 (Ein linearer unverzerrter Schätzer). Aus Theorem 1.7 wissen wir be-
reits, dass β̂ = (x>x)−1x>Y ein unverzerrter Schätzer (für β) ist. Setzen wir c` = x(x>x)−1`,
so ist damit Eβ[c>` Y ] = `>Eβ[β̂] = `>β und damit ist y 7→ c>` y ein unverzerrter, linearer
Schätzer. Das folgende Resultat zeigt, dass es sich auch um einen BLUE handelt.

Theorem 1.16 (Gauß-Markov-Theorem). Sei β̂ = (x>x)−1x>Y . Falls die Gauß-Markov-
Bedingungen gelten, ist y 7→ `>(x>x)−1x>y = `>β̂ ein BLUE.
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Beweis. Sei y 7→ d>` y ein weiterer linearer, unverzerrtter Schätzer für β, also

`>β = Eβ[d>` Y ] = d>` xβ.

Da dies für alle ` gelten muss, ist also x>d` = `. Wir schreiben nun mit Hilfe von Theorem 1.7

Vβ[d>` Y ]− Vβ[`>β̂] = d>` COVβ[Y, Y ]d` − `>COVβ[β̂, β̂]`

= σ2d>` d` − σ2d>` x(x>x)−1x>d` = σ2d>` (I − x(x>x)−1x>)d` ≥ 0

wegen Lemma 1.10.

1.6 Statistische Tests im Regressionsmodell

Oft will man herausfinden, ob man bei einer Regression auch mit weniger Covariaten aus-
kommt. Könnte man etwa auf die i-te Covariate verzichten, so würde das auf ein Modell mit
βi = 0 hinauslaufen. Mit anderen Worten wollen wir im Regressionsmodell H0 : βi = 0 gegen
H1 : βi 6= 0 testen. Etwas allgemeiner beschreiben wir im Folgenden Tests von H0 : Aβ−γ = 0
für A ∈ Rm×(k+1) mit Rang m ≤ k + 1 und γ ∈ Rm gegen H1 : Aβ − γ 6= 0. Die Teststatistik
wird dann eine F -Verteilung besitzen, die wir zunächst definieren.

Definition 1.17 (F -Verteilung). Seien X1, ..., Xk, Y1, ..., Yl unabhängig und nach N (0, 1)
verteilt. Dann heißt die Verteilung von

(X2
1 + · · ·+X2

k)/k

(Y 2
1 + · · ·+ Y 2

l )/l

F -Verteilung mit Freiheitsgraden k und l oder Fk,l. Ihr p-Quantil bezeichnen wir mit Fk,l,p.

Bemerkung 1.18 (Äquivalente Formulierung). Bekanntermaßen hat X2
1 + · · · + X2

k

(für X1, ..., Xk unabhängig nach N (0, 1) verteilt) gerade eine χ2
k-Verteilung (d.h. eine χ2-

Verteilung mit k Freiheitsgraden. Sind also Z1 ∼ χ2
k und Z2 ∼ χ2

l zwei unabhängige χ2-
Verteilungen, so ist

Z1/k

Z2/l
∼ Fk,l.

Wir werden zwei Eigenschaften von mehrdimensionalen Normalverteilugen benötigen, die wir
nun wiederholen.

Bemerkung 1.19 (Mehrdimensionale Normalverteilung). Sei b ∈ Rk und Σ symme-
trisch und positiv semi-definit.

1. Ist Y ∼ N (b,Σ), dann ist AY ∼ N (Ab,AΣA>).
Denn: Es gilt E[AY ] = Ab und

COV[AY,AY ] = E[(AY −Ab)(AY −Ab)>] = E[AY Y >A>]−Abb>A> = AΣA>

2. Ist Y ∼ N (0,Σ) und Σ eine idempotente Matrix von Rang r. Dann ist Y >ΣY ∼ χ2
r .

Denn: Da Σ symmetrisch ist, und Σ nach Bemerkung 1.9 als Eigenwerte nur 0 und 1
hat, gibt es ein O orthogonal und D = diag(1, ..., 1, 0, ..., 0) mit rg(D) = r, so dass
ODO> = Σ. Damit ist O>Y ∼ N (0, O>ΣO) = N (0, D) und Y >ΣY = Y >ODO>Y ∼
χ2
r .
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Theorem 1.20 (χ2-Verteilungen im Regressionsmodell). Es gelte Annahme 1.4. Ist
Aβ − γ = 0, so ist unter Pβ mit β̂ = (x>x)−1x>Y

1

σ2
(Aβ̂ − γ)>(A(x>x)−1A>)−1(Aβ̂ − γ) ∼ χ2

m,

1

σ2
Y >(I − x(x>x)−1x>)Y ∼ χ2

n−k−1

und die Zufallsvariablen in den beiden Zeilen sind unabhängig.

Teilt man die beiden Zufallsvariablen des letzten Theorems durcheinander, so erhält man
sofort eine F -verteilte Zufallsgröße, die später als Teststatistik dient.

Korollar 1.21 (Verteilung der Teststatistik). Es gelte Annahme 1.4. Ist Aβ− γ = 0, so
ist unter Pβ

F :=
(Aβ̂ − γ)>(A(x>x)−1A>)−1(Aβ̂ − γ)

mσ̂2
∼ Fm,n−k−1

mit σ̂2 wie in Theorem 1.8.

Beweis von Theorem 1.20. Nach Theorem 1.7 ist β̂ ∼ N (β, σ2(x>x)−1). Damit ist, falls Aβ−
γ = 0 nach Bemerkung 1.19.1

Aβ̂ − γ ∼ N (Aβ − γ, σ2A(x>x)−1A>) = N (0, σ2A(x>x)−1A>).

Da A(x>x)−1A> positiv definit ist, gibt es (A(x>x)−1A>)−1 und auch die Wurzel
(A(x>x)−1A>)−1/2. Es ist

1√
σ2

(A(x>x)−1A>)−1/2(Aβ̂ − γ) ∼ N (0, I),

also auch

1
σ2 (Aβ̂ − γ)>(A(x>x)−1A>)−1(Aβ̂ − γ) ∼ χ2

m.

Für die zweite Zufallsvariable erinnern wir an Lemma 1.10, wo wir gezeigt haben, dass

Σ := I − x(x>x)x>

symmetrisch, nicht-negativ definit, idempotent und von Rang n − k − 1 ist. Da 1√
σ2

(I −
x(x>x)−1x>)Y = 1√

σ2
ΣY ∼ N(0,Σ), ist nach Bemerkung 1.19.2

1

σ2
Y >(I − x(x>x)−1x>)Y =

1

σ2
Y >ΣY ∼ χ2

n−k−1.

Um die Unabhängigkeit einzusehen, schreiben wir

COVβ[β̂,ΣY ] = Eβ[(x>x)−1x>εε>(I − x(x>x)−1x>)]

= σ2((x>x)−1x> − (x>x)−1x>x(x>x)−1x>) = 0.

Damit sind die beiden normalverteilten Zufallsvariablen β̂ und (I − x(x>x)−1x>)Y un-
abhängig. Die Zufallsvariable der ersten Zeile des Theorems ist eine Funktion von β̂ und
die in der zweiten Zeile ist wegen

Y >(I − x(x>x)−1x>)Y = Y >ΣY = (ΣY )>ΣY

eine Funktion von ΣY . Damit sind beide Zufallsvariablen unabhängig.
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Beispiel 1.22 (Test auf βi = 0). Wollen wir die Nullhypothese H0 : βi = 0 testen, So setzen
wir A = e>i (dem i-ten kanonischen Basisvektor) und γ = 0. Im Beweis von Theorem 1.20
haben wir gesehen, dass

1√
σ2

(e>i (x>x)−1ei)
−1/2e>i β̂ = 1√

σ2((x>x)−1)ii
β̂i ∼ N (0, 1)

unabhängig von 1
σ2 σ̂2 ∼ χ2

n−k−1 ist. Damit ist

Ti :=
β̂i√

((x>x)−1)iiσ̂2
∼ tn−k−1.

Deshalb ist für α ∈ (0, 1) das Tupel (T,C) mit C = (−∞, tn−k−1,α/2) ∪ (tn−k−1,1−α/2,∞) ein
Test von H0 gegen H1 : βi 6= 0 zum Niveau α.

Beispiel 1.23 (Test auf β = 0). Will man testen, ob überhaupt ein Zusammenhang zwischen
den Covariaten und Zielvariablen besteht, so überprüft man die Nullhypothese H0 : β1 = · · · =
βk = 0. (Man beachte, dass β0 6= 0 zugelassen ist.) Hierzu verwenden wir in Korollar 1.21

A =


0 1 0 · · · · · · 0
0 0 1 0 · · · 0
...

...
...

. . .
. . .

. . .

0 · · · · · · 0 1 0
0 · · · · · · · · · 0 1


und γ = 0. Damit ist (F,C) mit C = (Fk,n−k−1,1−α,∞) ein Test von H0 zum Signifikanzniveau
α.

1.7 Ein R-Beispiel

Wir kommen noch einmal zurück zu den Daten von Geysir-Ausbrüchen aus Beispiel 1.2. Wir
nehmen an, dass die Daten normalverteilt sind. Hierzu sehen wir uns nun die Ausgabe von

> summary(lm(eruptions ~ waiting, data=faithful))

an:

Call:

lm(formula = eruptions ~ waiting, data = faithful)

Residuals:

Min 1Q Median 3Q Max

-1.29917 -0.37689 0.03508 0.34909 1.19329

Coefficients:

Estimate Std. Error t value Pr(>|t|)

(Intercept) -1.874016 0.160143 -11.70 <2e-16 ***

waiting 0.075628 0.002219 34.09 <2e-16 ***

---
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Signif. codes: 0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1

Residual standard error: 0.4965 on 270 degrees of freedom

Multiple R-squared: 0.8115,Adjusted R-squared: 0.8108

F-statistic: 1162 on 1 and 270 DF, p-value: < 2.2e-16

Zunächst wird hier eine Zusammenfassung der Residuen (residuals), also Y − Ŷ angegeben.
Dies geschieht durch Angabe des minimalen und maximalen Wertes, sowie durch Angabe der
drei Quartile. Als nächstes werden die Werte β̂0 und β̂1 im Modell

Ŷ = β̂0 + β̂1x

angegeben. Die hier berichteten Standardfehler (Std. Error) sind durch

ŝ.e.(β̂i) :=

√
σ̂2(x>x)−1ii

mit σ̂2 aus Theorem 1.8 gegeben. Diese Formel begründet sich mit Theorem 1.7, wobei σ2

durch einen Schätzer ersetzt wurde. Der nachfolgende t-Wert (t value) ist wie in Beispiel 1.22
berechnet. Der entsprechende p-Wert (Pr(>|t|)) ist sowohl für β0 als auch für β1 so klein,
dass selbst zu einem sehr kleinen Signifikanzniveau die Hypothese β0 = 0 bzw. β1 = 0 nicht
abgelehnt werden kann. Der residuale Standardfehler (Residual standard error) ist ge-

rade
√
σ̂2, Das Bestimmtheitsmaß (Multiple R-squared) haben wir in Proposition 1.12

bestimmt. (Der Adjusted R-squared ergibt sich dabei aus 1 − σ̂2(n − 1)/(
∑n

i=1 Yi − Y )2;
vergleiche mit Proposition 1.12) Schließlich wird die F -Statistik angegeben, die sich beim
Test von β1 = 0 zu β1 6= 0 ergibt; siehe Beispiel 1.23.
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Wichtige Formeln

Y = xβ + ε

Ŷ = xβ̂ Theorem 1.5

β̂ = (x>x)−1x>Y Theorem 1.5

Y − Ŷ = (I − x(x>x)−1x>)Y = (I − x(x>x)−1x>)ε Theorem 1.5 und (◦)
RSS = (Y − Ŷ )>(Y − Ŷ ) = ε>(I − x(x>x)−1x>)ε Bemerkung 1.6 und (∗)

COVβ[β̂, β̂] = σ2(x>x)−1 Theorem 1.7

σ̂2 =
1

n− k − 1
RSS Theorem 1.8

R2 =

∑n
i=1(Ŷi − Y )2∑n
i=1(Yi − Y )2

= 1− RSS∑n
i=1(Yi − Y )2

Proposition 1.12
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2 Varianzanalyse

2.1 Einleitung

Bei der (ein-faktoriellen) Varianzanalyse will man Unterschiede zwischen metrischen Merkma-
len X verschiedener Gruppen herausfinden. (Man stelle sich etwa die Wirkung p verschiedener
Behandlungsmethoden auf ein biometrisches Merkmal bei einer Krankheit vor.) Man betrach-
tet also p Populationen und Stichprobengrößen n1, ..., np. Die zu messende metrische Größe
X wird auch Faktor genannt, die einzelnen Gruppen als Levels oder Faktorstufen.

Beispiel 2.1 (Insektensprays). Wir verwenden den in R verfügbaren Datensatz InsectSprays
mittels

> attach(InsectSprays)

> a<-data(InsectSprays)

Der Datensatz enthält eine Untersuchung von sechs verschiedenen Insektensprays und deren
Auswirkungen auf die gefundene Zahl der Insekten auf einem damit behandelten Gebiet. Mit
den obigen Befehlen stehen nun die Variablen spray und count zur Verfügung.

> spray

[1] A A A A A A A A A A A A B B B B B B B B B B B B C C C C C C C C C C C C D D

[39] D D D D D D D D D D E E E E E E E E E E E E F F F F F F F F F F F F

Levels: A B C D E F

> count

[1] 10 7 20 14 14 12 10 23 17 20 14 13 11 17 21 11 16 14 17 17 19 21 7 13 0

[26] 1 7 2 3 1 2 1 3 0 1 4 3 5 12 6 4 3 5 5 5 5 2 4 3 5

[51] 3 5 3 6 1 1 3 2 6 4 11 9 15 22 15 16 13 10 26 26 24 13

Die sechs verschiedenen Sprays sind mit A bis F gekennzeichnet. Da wir uns damit befassen
wollen, ob die verschiedenen Sprays gleiche oder unterschiedliche Effekte auf die Insektenzah-
len haben, verschaffen wir uns zunächst einen Überblick über die Daten.7

> tapply(count, spray, mean)

A B C D E F

14.500000 15.333333 2.083333 4.916667 3.500000 16.666667

Beispielsweise sehen wir so, dass bei Gruppen E und F die Mittelwerte stark voneinander
abweichen.

Eine weitere sinnvolle Methode, sich einen Überblick über die Daten zu verschaffen, ist
es, eine Grafik zu erstellen. In unserem Fall bietet es sich an, einen Box(-Whisker)-Plot zu
verwenden. Dieser wird von

7Der Aufruf von tapply(count, spray, mean) wendet die Funktion mean auf die Zielvariable count an,
wobei sie die Faktoren spray unterscheidet. Die Vektoren count und spray müssen gleich lang sein. Etwa
liefert

> tapply(count, spray, length)

A B C D E F

12 12 12 12 12 12

da alle Faktoren 12-mal in spray vorkommen.
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Abbildung 2.1: Der Box-Plot der Auswirkungen sechs verschiedener Insektensprays.

> boxplot(count ~ spray)

erzeugt; siehe Abbildung 2.1. Hier wird für alle Levels eine Box angelegt. Der horizontale
Strich innerhalb der Box stellt den Median dar, die Begrenzungen der Box das erste und
dritte Quartil (und die Box damit den Interquartilbereich). Die Whiskers8 reichen maximal
bis zum kleinsten bzw. größten Wert der Daten und sind maximal die anderthalbfache Breite
des Interquartilbereiches lang. Daten außerhalb dieses Bereichs werden als einzelne Punkte
dargestellt.

2.2 Das Modell

Für die Varianzanalyse habe im Modell der Faktor innerhalb der Population k einen Mittel-
wert von βk, k = 1, ..., p. Weiterhin werden wir wie auch bei der Regression eine gemeinsame
Varianz von σ2 annehmen. Die Modellannahmen lauten also

Yki = βk + εki, k = 1, ..., p, i = 1, ..., nk,

mit ε ∼ N(0, σ2I) und n = n1 + · · ·+ np. Ziel der Varianzanalyse ist es, die Nullhypothese

H0 := β1 = · · · = βp

gegen H1 : βk 6= β` für ein Paar k, ` zu testen. Hierfür berechnen wir zunächst die Stichpro-
benmittel innerhalb der Faktorstufen sowie das Gesamtmittel

Y k• :=
1

nk

nk∑
i=1

Yki, Y :=
1

n

p∑
k=1

nk∑
i=1

Yki.

Beispiel 2.2 (Insektensprays, Modellannahmen). Da wir annehmen, dass Yki ∼ N(βk, σ
2),

ist

Y k• ∼ N(βk, σ
2/nk),

8Dies bezeichnet auch die Schnurrhaare einer Katze.
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insbesondere sollten
√
nkY k• dieselben Varianzen haben. Diese können wir erwartungstreu

schätzen, indem wir die empirischen Varianzen innerhalb des k-ten Levels der Stichprobe
betrachten.

> tapply(count, spray, sd)

A B C D E F

4.719399 4.271115 1.975225 2.503028 1.732051 6.213378

Für Level C ergibt sich eine kleine Varianz, so dass sich eine Abweichung der Modellannahmen
entstehen könnte. Im Moment gehen wir noch nicht darauf ein, die Hypothese der gleichen
Varianzen zu testen.

Eine weitere Möglichkeit, die (Un-)Gleichheit der Varianzen zu sehen, ist die grafische
Darstellung der Residuen Yki−Y k•. Bereits in Abbildung 2.1 sieht man jedoch, dass kleineres
Y k• mit einer eher kleineren Streuung einhergeht. �

Zurück zum Test von H0 gegen H1. Grundgedanke der Varianzanalyse ist die Varianzzerle-
gung, also die Zerlegung der Stichprobenvarianz (Sum of sQuares Total)

SQT :=

p∑
k=1

nk∑
i=1

(Yki − Y )2 (Sum of sQuares Total).

Diese Zerlegung ist folgendermaßen gegeben.

Proposition 2.3 (Varianzzerlegung). Es gilt

SQT = SQE + SQR

für SQT wie oben und

SQE :=

p∑
k=1

nk(Y k• − Y )2 (Sum of sQuares Explained),

SQR :=

p∑
k=1

nk∑
i=1

(Yki − Y k•)
2. (Sum of sQuares Residual)

Beweis. Wir schreiben

p∑
k=1

nk(Y k• − Y )2 +

p∑
k=1

nk∑
i=1

(Yki − Y k•)
2 =

p∑
k=1

nk(Y
2
k• − Y

2
) +

p∑
k=1

nk∑
i=1

(Y 2
ki − Y

2
k•)

=

p∑
k=1

nk∑
i=1

(Y 2
ki − Y

2
) =

p∑
k=1

nk∑
i=1

(Yki − Y )2.

Mit diesem Resultat geben wir nun eine Teststatistik an, mit der man H0 testen kann.
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Theorem 2.4 (Varianzanalyse). Ist β1 = · · · = βp = 0, so ist

SQT/σ2 ∼ χ2
n−1, SQE/σ2 ∼ χ2

p−1, SQR/σ2 ∼ χ2
n−p,

und

SQE/(p− 1)

SQR/(n− p)
∼ Fp−1,n−p.

Beweis. OBdA sei µ = 0, σ2 = 1, da der allgemeine Fall durch lineare Transformation in
diesen überführt werden kann. Für die erste Aussage ändern wir die Nummerierung der Y ’s
zu Y1, ..., Yn. Sei O ∈ Rn×n eine orthogonale Matrix mit O11 = · · · = O1n = 1/

√
n. Dann ist

Z := OY ∼ N(0, I) (wobei I die Einheitsmatrix ist) und Z1 = (OY )1 =
√
nY sowie

n∑
i=1

(Yi − Y )2 =

n∑
i=1

Y 2
i − nY

2
=

n∑
i=1

Y 2
i − Z2

1 =

n∑
i=2

Z2
i ∼ χ2

n−1.

Die Aussage über SQR ergibt sich analog, da
∑nk

i=1(Yki − Y k•)
2 ∼ χ2

nk−1, k = 1, ..., p und
diese Zufallsvariablen für verschiedene k unabhängig sind. Bei der Aussage über SQE setzen
wir Wk :=

√
nkY k•. Dann ist W1, ...,Wp unabhängig mit Wk ∼ N(0, 1) und genau wie oben

folgt SQE ∼ χ2
p−1. Es bleibt noch, die Unabhängigkeit von SQR und SQE zu zeigen. Hierzu

bemerken wir, dass SQE eine Funktion von (Y k• − Y )k=1,...,p ist, und SQR eine Funktion
von (Yki − Y k•)k=1,...,p,i=1,...,nk . Diese beiden Vektoren sind unabhängig, da

COV[nk(Y k• − Y ), Y`i − Y `•] = δk` − δk` −
nk
n

+
nk
n

= 0.

Beispiel 2.5 (Insektensprays). Wir führen nun eine Varianzanalyse für das Beispiel 2.1
durch. Dies funktioniert mit der Funktion aov (was für Analysis Of Variance steht)

> aov.out = aov(count ~ spray, data=InsectSprays)

> summary(aov.out)

Dies liefert

Df Sum Sq Mean Sq F value Pr(>F)

spray 5 2669 533.8 34.7 <2e-16 ***

Residuals 66 1015 15.4

---

Signif. codes: 0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1

Da es p = 6 Faktoren gibt, wird die Anzahl von p− 1 = 5 Freiheitsgraden für SQE berichtet.
Dabei ist SQE = 2669 und SQR = 1015 mit n− p = 66 Freiheitsgraden. Zähler und Nenner
der Teststatistik werden in der nächsten Spalte berichtet, also SQE/(p−1) und SQR/(n−p).
Der entsprechende p-Wert ist

> 1 - pF(34.7,5,66)

[1] 0

was R kleiner als 2 · 10−16 berichtet, der internen Rechengenauigkeit.
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Die Varianzanalyse verläuft nach dem letzten Theorem folgendermaßen ab:

Modell der einfaktoriellen Varianzanalyse

Annahme Yki = βk + εki (k = 1, . . . , p, i = 1, . . . , nk)

Dabei sind

Y11, . . . , Ypnp gegebene Merkmalsausprägungen eines Merkmals gemessen in Le-
vels 1, . . . , p

βk erwarteter Effekt der k-ten Faktorstufe auf die Ausprägung des
Merkmals

ε11, . . . , εp,np Zufallsvariablen, die die Abweichung der Messdaten des k-ten Le-
vels messen. Diese sind unabhängig, identisch verteilt mit εki ∼
N(0, σ2).

Hypothesen H0 : β1 = . . . = βp gegen H1 : βk 6= β` für ein Paar k, `

Teststatistik F =
SQE/(p− 1)

SQR/(n− p)
∼ F (p− 1, n− p)

Ablehnungsbereich F > (1− α)-Quantil von F (p− 1, n− p)

p-Wert 1− PF (p−1,n−p)(F )

2.3 Verbindung zu Regression

Die Varianzanalyse lässt sich mit der Regression vergleichen. Wir können die Modellannahmen
auch schreiben als Y = xβ + ε mit



Y11
...

Y1n1

...

...
Yp1

...
Ypnp


=



1 0 · · · 0
...

...
...

1 0 · · · 0
0 1 0 · · · 0
...

...
...

...
0 1 0 · · · 0
...

. . .
...

0 · · · 1
...

...
0 · · · 1



β1...
βp

+



ε11
...

ε1n1

...

...
εp1
...

εpnp


.
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In diesem Fall ist

x>x =


n1 0 · · · · · · 0
0 n2 0 · · · 0
...

. . .
...

0 · · · · · · np

 , (x>x)−1 =


n−11 0 · · · · · · 0

0 n−12 0 · · · 0
...

. . .
...

0 · · · · · · n−1p

 ,

und damit ist

β̂ = (x>x)−1x>Y =
( 1

n1
(Y11 + · · ·+ Y1n1), · · · , 1

np
(Yp1 + · · ·+ Ypnp)

)>
=:
(
Y 1•, · · · , Y p•

)>
der kleinste-Quadrate-Schätzer von β. Das ist auch nicht erstaunlich, ist doch Y k• der Mit-
telwert der Beobachtungen in Klasse k. Weiter schreiben wir

Ŷ = xβ̂ = (Y 1•, · · · , Y 1•︸ ︷︷ ︸
n1−mal

, · · · , Y p•, · · · , Y p•︸ ︷︷ ︸
np−mal

, · · · , )>,

RSS = (Y − Ŷ )>(Y − Ŷ ) =

p∑
k=1

nk∑
i=1

(Yki − Y k•)
2 = SQR.

Aus dem Beweis von Proposition 4.2 aus dem Skript Regression folgt damit die Varianzzerle-
gung

p∑
k=1

nk∑
i=1

(Yki − Y )2 =

p∑
k=1

nk∑
i=1

(Yki − Y k•)
2 +

p∑
k=1

nk(Y k• − Y )2

Den Test β1 = · · · = βp werden wir nun für den einfacheren Fall p = 3 und n1 = n2 = n3 =: q
anhand von Korollar 6.5 aus dem Skript Regression erklären. Hierzu setzen wir Aβ − γ = 0
für γ = 0 und

A =

(
1 −1 0
0 1 −1

)
∈ R(p−1)×p

(und also m = 2). Nun ist für den Zähler der Statistik aus Korollar 6.5 des Skripts zur
Regression

A(x>x)−1A> =
1

q

(
2 −1
−1 2

)
, (A(x>x)−1A>)−1 =

q

3

(
2 1
1 2

)
,

und damit

Aβ̂ = (Y 1• − Y 2•, Y 2• − Y 3•)
>,

(Aβ̂)>(A(x>x)−1A>)−1Aβ̂ =
q

3
(Aβ̂)>

(
2 1
1 2

)
Aβ̂

=
2q

3
((Y 1• − Y 2•)

2 + (Y 1• − Y 2•)(Y 2• − Y 3•) + (Y 2• − Y 3•)
2)

=
2q

3
(Y

2
1• + Y

2
2• + Y

2
3• − Y 1•Y 2• − Y 1•Y 3• − Y 2•Y 3•)

=
q

3
(3(Y

2
1• + Y

2
2• + Y

2
3•)− (Y 1• + Y 2• + Y 3•)

2)

= q(Y
2
1• + Y

2
2• + Y

2
3• − 3Y

2
) = SQE
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und

σ̂2 =
RSS

n− p
=
SQR

n− p
.

Damit folgt, dass die Statistik aus Korollar 6.5 identisch mit der aus Theorem 2.4 ist.

2.4 Erweiterungen

Bemerkung 2.6 (Untersuchung bei signifikantem Ergebnis, Tukey’s Test). Kann
man nun H0 ablehnen, stellt man sich sofort die Frage, zwischen welchen Levels der Unter-
schied der Mittelwerte denn für dieses Ergebnis entscheidend war. Hierfür kann man einen
Post-Hoc-Test an die Varianzanalyse anschließen. Einer dieser Tests ist Tukey’s Test. Er ba-
siert auf der t-Range-Statistik. Im Modell der Varianzanalyse sei (falls n1 = · · · = np)

Q :=
maxk β̂k −mink β̂k√

σ̂2/nk

Um etwas über diese Verteilung zu erfahren, stehen die R-Befehle ptukey und qtukey zur
Verfügung. Ausführung des Tukey-Tests für den InsectSprays-Datensatz liefert

> TukeyHSD(aov.out)

Tukey multiple comparisons of means

95% family-wise confidence level

Fit: aov(formula = count ~ spray)

$spray

diff lwr upr p adj

B-A 0.8333333 -3.866075 5.532742 0.9951810

C-A -12.4166667 -17.116075 -7.717258 0.0000000

D-A -9.5833333 -14.282742 -4.883925 0.0000014

E-A -11.0000000 -15.699409 -6.300591 0.0000000

F-A 2.1666667 -2.532742 6.866075 0.7542147

C-B -13.2500000 -17.949409 -8.550591 0.0000000

D-B -10.4166667 -15.116075 -5.717258 0.0000002

E-B -11.8333333 -16.532742 -7.133925 0.0000000

F-B 1.3333333 -3.366075 6.032742 0.9603075

D-C 2.8333333 -1.866075 7.532742 0.4920707

E-C 1.4166667 -3.282742 6.116075 0.9488669

F-C 14.5833333 9.883925 19.282742 0.0000000

E-D -1.4166667 -6.116075 3.282742 0.9488669

F-D 11.7500000 7.050591 16.449409 0.0000000

F-E 13.1666667 8.467258 17.866075 0.0000000

Hier sieht man, welche paarweisen Vergleiche signifikant sind, wenn man die letzte Spalte
betrachtet. Zu beachten ist hier, dass gleichzeitig insgesamt 15 Tests zum Signifikanzniveau
5% durchgeführt werden würden, so dass mit mindestens einem signifikanten Ergebnis zu
rechnen ist, auch wenn H0 zutrifft. R reagiert darauf, indem das Signifikanzniveau angepasst
ist. Auf dieses Thema werden wir später zurückkommen.
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Bemerkung 2.7 (Ungleiche Varianzen). Neben der Varianzanalyse von oben gibt es noch
die Möglichkeit, in R eine Varianzanalyse ohne die Annahme der gleichen Varianzen durch-
zuführen.

> oneway.test(count~spray)

One-way analysis of means (not assuming equal variances)

data: count and spray

F = 36.0654, num df = 5.000, denom df = 30.043, p-value = 7.999e-12

Hier wird die Anzahl der Freiheitsgrade von SQR an die unterschiedlichen Varianzen ange-
passt.

Bemerkung 2.8 (Zwei-faktorielle Varianzanalyse). Gibt es nicht nur einen Faktor, son-
dern zwei, hilft die Zwei-faktorielle Varianzanalyse weiter. Hinter dieser steckt das Modell

Yk`i = βk• + β•` + εk`i,

wobei βk• den Effekt des Levels k für den ersten Faktor und β•` den Effekt des Levels ` für
den zweiten Faktor beschreibt. Ähnliche Tests wie oben können auch für eine zwei-faktorielle
Varianzanalyse durchgeführt werden.
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3 Überprüfen von Modellannahmen

Sowohl bei der Regression, als auch bei der Varianzanalyse, haben wir angenommen, dass
verschiedene Stichproben dieselbe Varianz aufweisen, oder sogar alle normalverteilt mit den
gleichen Varianzen sind. Um Fehlinterpretationen der statistischen Verfahren auszuschließen,
sollte man diese Annahmen überprüfen. Einige Tests, die hierfür zur Verfügung stehen, wollen
wir hier vorstellen.

3.1 Gleichheit von Varianzen...

...bei zwei Stichproben

Seien X1, ..., Xm unabhängig und nach N(µX , σ
2
X) verteilt, sowie Y1, ..., Yn unabhängig und

nach N(µY , σ
2
Y ) verteilt. Wir wollen die Hypothese H0 : σ2X = σ2Y testen. Glücklicherweise ist

dies einfach zu bewerkstelligen, da die empirischen Varianzen unabhängig sind und verteilt
sind nach (m− 1)s2(X)/σ2X ∼ χ2

m−1 und (n− 1)s2(Y )/σ2Y ∼ χ2
n−1. Daraus ergibt sich bereits

der F -Test auf ungleiche Varianzen

F -Test auf gleiche Varianzen

Annahme X1, ..., Xm ∼ N(µX , σ
2
X), Y1, ..., Yn ∼ N(µY , σ

2
Y )

Hypothese H0 : σ2X = σ2Y gegen H1 : σ2X 6= σ2Y

Teststatistik F =
s2(X)

s2(Y )
∼ F (m− 1, n− 1)

Ablehnungsbereich F ∈ (−∞, Fm−1,n−1,α/2) ∪ (Fm−1,n−1,1−α/2,∞)

p-Wert 2(1− PF (m−1,n−1)(F )) ∧ 2(1− PF (n−1,m−1)(1/F ))

Beispiel 3.1 (Verletzung der Modellannahmen). Der F -Test testet auf Gleichheit zweier
Varianzen von normalverteilten Stichproben. Damit lautet

H0 : X und Y sind normalverteilt mit σ2X = σ2Y .

Insbesondere steckt bereits in H0 die Annahme der Normalverteilung der Daten. Wird also die
Nullhypothese verworfen werden, so kann dies bedeuten, dass die Normalverteilungsannahme
nicht stimmt. Als Veranschaulichung nehmen wir exponentialverteilte Daten und vergleichen
deren Varianz mit normalverteilten Daten:

> x<-rexp(100)

> y<-rnorm(100)

> var.test(x,y)

F test to compare two variances
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data: x and y

F = 1.5575, num df = 99, denom df = 99, p-value = 0.02854

alternative hypothesis: true ratio of variances is not equal to 1

95 percent confidence interval:

1.047926 2.314755

sample estimates:

ratio of variances

1.557463

Obwohl die Varianzen der beiden Stichproben gleich sind, wird also H0 aufgrund der unter-
schiedlichen Verteilung von X und Y auf dem Niveau von 5% abgelehnt.

Levene- und Brown-Forsythe-Test

Annahme (Xki)k=1,...,p,i=1,...,nk unabhängig,

(Xki)i=1,...,nk identisch verteilt, k = 1, ..., p

Hypothese H0 : V[Xk1] = V[X`1], k, ` = 1, ..., p gegen
H1 : V[Xk1] 6= V[X`1] für ein Paar k, `

Teststatistik W =

∑p
k=1 nk(Zk• − Z)2/(p− 1)∑p

k=1

∑nk
i=1(Zki − Zk•)2/(n− p)

approx∼ F (p− 1, n− p)

Zki = |Xki −Xk•|, wobei

Xk• =

{
1
nk

∑nk
i=1Xki, Levene-Test

Median von (Xki)i=1,...,nk , Brown-Forsythe-Test

Zk• := 1
nk

∑nk
i=1 Zki, Z := 1

n

∑p
k=1

∑nk
i=1 Zki

Ablehnungsbereich F ∈ (Fp−1,n−p,1−α,∞)

p-Wert 1− PF (p−1,n−p)(F )

...bei k Stichproben

Liegen nicht zwei, sonder k Stichproben vor (etwa bei einer Varianzanalyse), könnten paarwei-
se F -Tests Aufschluss über die Gleichheit der Varianzen geben, aber es gibt auch Alternativen.
Oft verwendet werden hier der Levene-Test und der Brown–Forsythe-Test. Diese beschreiben
wir lediglich, ohne auf genaue Eigenschaften einzugehen.

Beispiel 3.2. Wir verwenden dieselben simulierten Daten wie in Beispiel 3.1. Hier wird nun
die Hypothese der gleichen Varianzen nicht verworfen. Beim Levene-Test handelt es sich um
einen Test, der robuster ist gegen die Verletzung der Modellannahme der Normalverteilung.
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> library(lawstat)

> x<-rexp(100)

> y<-rnorm(100)

> data = c(x,y)

> group = c(rep(1,100), rep(2, 100))

> levene.test(data, group)

modified robust Brown-Forsythe Levene-type test based on the absolute

deviations from the median

data: data

Test Statistic = 0.0306, p-value = 0.8613

3.2 Testen der Normalverteilungsannahme

Sowohl beim t-Test, χ2-Test, als auch bei der Regression und der Varianzanalyse haben wir
die Annahme gemacht, dass die Daten normalverteilt sind. Diese Annahme lässt sich auch
testen. Verfahren hierzu werden wir nun besprechen.

QQ-Plots

Eine einfache grafische Möglichkeit, sich einen Eindruck zu verschaffen, ob ein Datensatz
von reellwertigen Beobachtungen einer bestimmten Verteilung folgt, sind Plots der Quantile
oder QQ-Plots. Hier werden die Quantile der empirischen Verteilung gegen Quantile der zu
überprüfenden Verteilung geplottet. Etwa ist das 5%-Quantil der empirischen Verteilung der
(oder ein) y ∈ R, so dass unterhalb von y genau 5% aller Datenpunkte zu finden sind.

In R sind solche QQ-Plots einfach zu bekommen. Hierzu verwenden wir den Datensatz
precip, der die Niederschlagsmenge (in Zoll) für 70 Städte der USA (und Puerto Rico) angibt.

> head(precip)

Mobile Juneau Phoenix Little Rock Los Angeles Sacramento

67.0 54.7 7.0 48.5 14.0 17.2

Für den QQ-Plot gibt es den Befehl

> qqnorm(precip),

der die empirischen Quantile gegen die einer Standardnormalverteilung plottet; siehe Abbil-
dung 3.1.

Der Kolmogorov-Smirnov-Test

Natürlich ist es gut, nicht nur einen grafischen Eindruck der möglichen Abweichung der Nor-
malverteilungsannahme zu haben, sondern auch einen statistischen Test. Mit dem hier vorge-
stellten Kolmogorov-Smirnov-Test kann man testen, ob Daten einer beliebigen, vorgegebenen,
stetigen Verteilung folgen. Er basiert auf der empirischen Verteilung der Stichprobe.

Definition 3.3 (Empirische Verteilung). Sei X = (X1, ..., Xn) ein Vektor von Zufalls-
größen. Die empirische Verteilung von X ist gegeben als

1

n

n∑
i=1

δXi .
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Abbildung 3.1: QQ-Plot der precip-Daten.

Sind die Zufallsvariablen reellwertig, dann ist die empirische Verteilnugsfunktion die Vertei-
lungsfunktion der empirischen Verteilung und gegeben als

t 7→ Sn(t) :=
1

n

n∑
i=1

δXi(−∞; t] =
1

n

n∑
i=1

1Xi≤t.

Bemerkung 3.4 (Satz von Glivenko-Cantelli). Aus der Vorlesung Wahrscheinlichkeits-
theorie ist bekannt: Sind X,X1, X2, ... unabhängige und identisch verteilte Zufallsgrößen mit
Verteilungsfunktion FX . Dann gilt

Dn := sup
t∈R
|Sn(t)− FX(t)| n→∞−−−→fs 0.

Um dies einzusehen, sei bemerkt, dass 1X1≤t, 1X2≤t, ... unabhängig und identisch verteilt sind
mit E[1X1≤t] = P(X1 ≤ t) = FX(t). Damit ist mit dem Gesetz der großen Zahlen zumindest

erklärt, warum Sn(t)− FX(t)
n→∞−−−→fs 0 für jedes feste t gilt.

Bemerkung 3.5 (Verteilung von FX(X(i))). Sei X eine Zufallsvariable mit Dichte und
habe Verteilungsfunktion FX .

1. Es ist FX(X) ∼ U [0, 1].
Denn: Fast sicher ist X so, dass F−1X (X) existiert. Daraus folgt

P(FX(X) ≤ t) = P(X ≤ F−1X (t)) = FX(F−1X (t) = t.

2. Seien X,X1, ..., Xn unabhängig und identisch verteilt und U1, ..., Un ∼ U([0, 1]) un-
abhängig. Dann gilt FX(X(i)) ∼ U(i).

Denn: Genau wie oben ist X(i) fast sicher so, dass F−1X (X(i)) existiert. Nun ist

P(FX(X(i)) ≤ t) = P(X(i) ≤ F−1X (t)) = P(Xj ≤ F−1X (t) für i verschiedene j)

= P(Uj ≤ t für i verschiedene j) = P(U(i) ≤ t).
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Proposition 3.6 (Verteilungsfreiheit von Dn). Sei (X, {Pθ : θ ∈ P}) ein reguläres,
stetiges statistisches Modell. Dann ist für jedes t ∈ R die Statistik Dn(t) verteilungsfrei.

Beweis. Seien X(1), ..., X(n) die Ordnungsstatistiken von X1, ..., Xn sowie X(0) := −∞ und
X(n+1) :=∞. Dann ist

Sn(t) =
i

n
für X(i) ≤ t < X(i+1).

Wir schreiben nun

Dn = sup
t∈R
|Sn(t)− FX(t)| = max

1≤i≤n
sup

X(i)≤t<X(i+1)

|Sn(t)− FX(t)|

= max
1≤i≤n

sup
X(i)≤t<X(i+1)

∣∣∣ i
n
− FX(t)

∣∣∣
= max

1≤i≤n
max

(∣∣∣ i
n
− FX(X(i))

∣∣∣, ∣∣∣ i
n
− FX(X(i+1))

∣∣∣).
Damit ist gezeigt, das Dn nur von FX(X(0)), ..., FX(X(n+1)) abhängt. Diese Größen haben
nach Bemerkung 3.5 dieselbe Verteilung wie die Ordnungsstatistiken eines U(0, 1)-verteilten
Vektors von Zufallsvariablen, und zwar unabhängig von FX . Daraus folgt die Behauptung.

Kolmogorov-Smirnov-Test

Annahme X1, ..., Xn reellwertig, unabhängig und stetig identisch verteilt

Hypothese H0 : Xi hat Verteilungsfunktion FX gegen
H1 : Xi hat eine andere Verteilungsfunktion

Teststatistik Dn := supt∈R |Sn(t)− FX(t)|

Sn(t) := 1
n

∑n
i=1 1Xi≤t

Verteilung (Dn)∗P von Dn ist in Theorem 3.7 angegeben

Ablehnungsbereich Dn > (1− α)-Quantil von (Dn)∗P

p-Wert (Dn)∗P((Dn,∞))

Theorem 3.7 (Verteilung von Dn). Sei X,X1, .., Xn unabhängig und identisch verteilt mit
Dichte sowie FX die Verteilungsfunktion von X. Dann gilt für 0 < s < (2n− 1)/(2n)

P
(
Dn <

1

2n
+ s
)

= n!

∫ 1/(2n)+s

1/(2n)−s

∫ 3/(2n)+s

3/(2n)−s
· · ·
∫ (2n−1)/(2n)+s

(2n−1)/(2n)−s
10<u1···<un<1dun · · · du1.

Beweis. Zunächst bemerken wir, dass immer Dn ≥ 1/2n gilt, da FX stetig ist, Sn aber
Sprünge der Größe 1/n macht. OBdA nehmen wir wegen der Verteilungsfreiheit von Dn an,
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dass FX(x) = x, d.h. X ∼ U([0, 1]). Wir schreiben mit s′ := 1
2n + s

P(Dn < s′) = P( sup
t∈[0,1]

|Sn(t)− t| < s′)

= P
(∣∣∣ i
n
− t
∣∣∣ < s′ für alle X(i) ≤ t < X(i+1), für alle i = 1, ..., n

)
= P

( i
n
− s′ < t <

i

n
+ s′ für alle X(i) ≤ t < X(i+1), für alle i = 1, ..., n

)
= P

( i
n
− s′ < X(i) <

i

n
+ s′,

i

n
− s′ < X(i+1) <

i

n
+ s′ für alle i = 1, ..., n

)
= P

( i
n
− s′ < X(i) <

i

n
+ s′,

i− 1

n
− s′ < X(i) <

i− 1

n
+ s′ für alle i = 1, ..., n

)
= P

( i
n
− s′ < X(i) <

i− 1

n
+ s′ für alle i = 1, ..., n

)
= P

(2i− 1

2n
− s < X(i) <

2i− 1

2n
+ s für alle i = 1, ..., n

)
.

Daraus folgt die Behauptung, da die gemeinsame Verteilung von X(1), ..., X(n) die Dichte
n!10≤u1<···<un hat.

Beispiel 3.8 (Der Kolmogorov-Smirnov-Test für t-verteilte Daten). Es ist bekannt,
dass die t-Verteilung mit k Freiheitsgraden für große k gegen N(0, 1) konvergiert. Wir wollen
nun testen, ob der Unterschied der t-Verteilung mit k = 10 Freiheitsgraden und der N(0, 1)-
Verteilung erkennbar ist. Wir verwenden hierzu verschiedene Stichprobengrößen. Es ergibt
etwa

> data = rt(1000, df=10)

> ks.test(data, "pnorm")

One-sample Kolmogorov-Smirnov test

data: data

D = 0.0348, p-value = 0.178

alternative hypothesis: two-sided

also kann in dieser Stichprobe der Größe 1000 die Normalverteilungsannahme nicht verworfen
werden. In einer deutlich größeren Stichprobe allerdings schon, wie wir nun sehen.

> data = rt(10000, df=10)

> ks.test(data, "pnorm")

One-sample Kolmogorov-Smirnov test

data: data

D = 0.0207, p-value = 0.0003925

alternative hypothesis: two-sided

Der Lilliefour-Test

Will man prüfen, ob ein Datensatz einer Normalverteilung folgt, so kennt man zunächst die
Parameter µ und σ2 nicht. Deshalb ist es nicht möglich, den Kolmogorov-Smirnov-Test direkt
anzuwenden, da man nicht weiß, gegen welche Verteilung genau getestet werden soll. Es liegt
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nun nahe, zunächst µ und σ2 etwa durch x und s2(x) aus den Daten zu testen und anschließend
die Normalverteilungsannahme dadurch zu überprüfen, ob die Daten x einer N(x, s2(x))-
Verteilung folgen. Allerdings verändert sich durch das Schätzen der Modellparameter aus den
Daten die Verteilung der Teststatistik Dn. Die neue Verteilung von Dn kann man mittels
Simulation ermitteln.
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4 Nicht-parametrische Statistik

Die statistischen Verfahren, die wir bisher kennengelernt haben, basieren auf statistischen
Modellen, die immer eine bestimmte Klasse von Verteilungen voraussetzen; man erinnere sich
beispielsweise an die Normalverteilungsannahme bei der linearen Regression. Ist eine solche
Annahme nicht gerechtfertigt oder verletzt, so greift man auf nicht-parametrische Verfahren
zurück. Das statistische Modell ist hier viel flexibler, so dass unter sehr wenigen Grundan-
nahmen Aussagen getroffen werden können. Formal ist es so: Die Parametermenge P eines
statistischen Modells (X, {Pθ : θ ∈ P}) ist oftmals eine Teilmenge eines Rk, etwa beim Nor-
malverteilungsmodell (X, {Pθ=(µ,σ2) = N(µ, σ2)n : µ ∈ R, σ2 ∈ R+}). Ist diese Annahme zu
restriktiv, so müssen wir P als viel größere Menge annehmen, so dass P keine Teilmenge eines
Rk mehr ist. In genau diesem Fall spricht man von nicht-parametrischer Statistik. Etwa könn-
te P = {θ : R → R+ Dichte bzgl λ} die Menge der regulären, stetigen Modelle (mit E = R)
bezeichnen oder P = {θ : R → R+ Dichte bzgl λ mit θ(m+ x) = θ(m− x) für ein m} die
Menge der bezüglich m ∈ R symmetrischen regulären, stetigen Modelle. Wir wollen in diesem
Abschnitt statistische Verfahren mit solchen großen Parametermengen P angeben.

4.1 Quantil-Tests

Wir beginnen mit dem einfachen Beispiel eines Tests auf ein Quantil. Wir verwenden das
statistische Modell (X, {Pnθ : θ ∈ P}) mit P = {θ : R → R+ Dichte bzgl λ} der stetigen,
regulären Modelle. Wir bezeichnen mit κθ,p das p-Quantil von Pθ. Laut Definition gilt

Pθ(X1 ≤ κθ,p) = p,

außerdem ist
∑n

i=1 1Xi≤κθ,p ∼ B(n, p). Daraus lässt sich bereits ein Test auf ein vorgegebenes
Quantil ableiten.

Beispiel 4.1 (Schlafdauern). Wir erinnern an das Datenbeispiel aus dem t-Test. Ein Me-
dikament wir daraufhin untersucht, ob es den Schlaf von Probanden verlängert. Dazu wird
jeweils die Schlafdauerdifferenz bei zehn Patienten notiert. Man erhält

1.9, 0.8, 1.1, 0.1,−0.1, 4.4, 5.5, 1.6, 4.6, 3.4.

Wir wollen nun testen, ob der Median (das 50%-Quantil) 0 ist oder nicht.

> a<-c(1.9, 0.8, 1.1, 0.1, -0.1, 4.4, 5.5, 1.6, 4.6, 3.4)

> length(a)

[1] 10

> sum(a>0)

[1] 9

> binom.test(c(9,1), 0.5)

Exact binomial test

data: c(9, 1)

number of successes = 9, number of trials = 10, p-value = 0.02148

alternative hypothesis: true probability of success is not equal to 0.5

95 percent confidence interval:
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0.5549839 0.9974714

sample estimates:

probability of success

0.9

Vorzeichentest auf ein Quantil

Annahme X1, ..., Xn unabhängig, verteilt nach einer Verteilung Pθ = θ · λ

Hypothese H0 : κθ,p = κ∗ für ein vorgegebenes κ∗ gegen H1 : κθ,p 6= κ∗

Teststatistik Q :=
n∑
i=1

1Xi≤κ∗ ∼ B(n, p) unter H0

Ablehnungsbereich {0, . . . , k, l, . . . , n} mit B(n, p)(1, ..., k), B(n, p)(l, ..., n) ≤ α/2

p-Wert B(n, p)(1, ..., Q′ ∧Q,Q ∨Q′, ..., n) mit Q′ = 2np−Q

4.2 Tests auf Zufälligkeit

In einer Warteschlange stehen 6 Frauen und 5 Männer, etwa in der Reihenfolge F, M, M, F, M,
M, M, F, F, F, F. Ist diese Folge eine zufällige Folge?

Um diese Frage zunächst zu formalisieren, sei E = {x ∈ {0, 1}n : x1 + · · ·+ xn = n1} und
n0 := n− n1. Weiter bezeichne für x ∈ E

r(x) := 1 +

n∑
i=2

1xi 6=xi−1

die Anzahl der Runs in x. Etwa ist r(0, 1, 1, 0, 1, 1, 1, 0, 0, 0, 0) = 5. Außerdem bezeichne P die
Gleichverteilung auf E.

Theorem 4.2 (Verteilung der Anzahl der Runs unter Zufälligkeit). Es gilt für X ∼ P
und R = r(X)

P(R = r) =


2

(
n0−1
r/2−1

)(
n1−1
r/2−1

)(
n0+n1

n0

) , r gerade,

(
n0−1

(r−1)/2
)(

n1−1
(r−3)/2

)
+
(
n0−1

(r−3)/2
)(

n1−1
(r−1)/2

)(
n0+n1

n0

) , r ungerade.

Beweis. Sei zunächst r gerade. Dann gibt es genau r/2 Runs mit 0 und r/2 runs mit 1. Sehen
wir uns zunächst die r/2 Runs mit 0 an. Es gibt insgesamt

(
n0−1
r/2−1

)
Möglichkeiten, die n0

möglichen 0er auf r/2 verschiedene Runs (der Länge ≥ 1) zu verteilen. (Denn: Jede solche
Möglichkeit lässt sich als Reihung, etwa 0|000|0|...|0 mit genau r/2 − 1 mal | und n0 mal 0
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aufschreiben. Da zwischen zwei | mindestens eine 0 stehen muss, gibt es eine Bijektion dieser
Reihungen auf die Darstellungen |00||...|, bei der zwischen zwei | (und vor der ersten und nach
der letzten) eine 0 entfernt wurde. Die Anzahl dieser Möglichkeiten ist nun gegeben, wenn
man die Möglichkeiten abzählt, r/2 − 1 mal | auf insgesamt r/2 − 1 + n0 − r/2 = n0 − 1
Stellen zu verteilen. Dies ist bekanntlich

(
n0−1
r/2−1

)
.) Die gesuchte Wahrscheinlichkeit ergibt sich

nun aus dem Quotienten der Anzahl der Möglichkeiten, r/2 Runs mit 0 und r/2 Runs mit
1 zu erhalten, und der Gesamtzahl an Möglichkeiten, n0 mal 0 auf insgesamt n0 + n1 Plätze
aufzuteilen. Der Vorfaktor 2 entsteht dadurch, dass entweder mit 0 oder mit 1 begonnen
werden kann.

Für r ungerade bemerken wir, dass entweder (r+1)/2 Runs mit 0 und (r−1)/2 Runs mit 1
oder umgekehrt vorliegen, wobei die Folge immer mit der Ziffer begonnen werden muss, von
der mehr Runs vorhanden sind. Dieselben kombinatorischen Überlegungen wie oben führen
auf das Ergebnis. Man beachte hierbei (r+1)/2−1 = (r−1)/2 und (r−1)/2−1 = (r−3)/2.

Proposition 4.3 (Erwartungswert und Varianz von R). Es gilt, falls n0 →∞, n1 →∞
und so, dass n0/n→ p, n1/n→ q := 1− p

1

n
E[R]

n→∞−−−→ 2pq,

1

n
V[R]

n→∞−−−→ 4p2q2.

Beweis. Wir berechnen zunächst für i, j = 2, ..., n mit j > i

E[1Xi 6=Xi−1
] =

n0
n

n1
n− 1

+
n1
n

n0
n− 1

= 2
n0
n

n1
n− 1

= 2pq +O(1/n),

E[1Xi 6=Xi−1
1Xj 6=Xj−1

] =

{
n0n1(n0−1)+n1n0(n1−1)

n(n−1)(n−2) = n0n1
n(n−1) , j = i+ 1,

4 n0n1(n0−1)(n1−1)
n(n−1)(n−2)(n−3) , j > i+ 1.

Damit sehen wir, dass

V[1Xi 6=Xi−1
] = E[1Xi 6=Xi−1

]− E[1Xi 6=Xi−1
]2 = 2pq(1− 2pq) +O(1/n)

und für j = i+ 1

COV[1Xi 6=Xi−1
, 1Xj 6=Xj−1

] =
n0n1

n(n− 1)
− 4

n20n
2
1

n2(n− 1)2

=
n0n1

n(n− 1)

(
1− 4

n0n1
n(n− 1)

)
= pq(1− 4pq) +O(1/n)
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sowie für j > i+ 1

1
4COV[1Xi 6=Xi−1

, 1Xj 6=Xj−1
] =

n0n1(n0 − 1)(n1 − 1)

n(n− 1)(n− 2)(n− 3)
− n20n

2
1

n2(n− 1)2

=
n0n1

n(n− 1)

((n0 − 1)(n1 − 1)

(n− 2)(n− 3)
− n0n1
n(n− 1)

)
=

n0n1
n(n− 1)

n(n− 1)(n0 − 1)(n1 − 1)− n0n1(n− 2)(n− 3)

n(n− 1)(n− 2)(n− 3)

=
n0n1

n(n− 1)

−nn0n1 − n2n0 − n2n1 + 5n0n1n+O(n2)

n(n− 1)(n− 2)(n− 3)

=
1

n
pq(4pq − p− q) +O(1/n2)

= − 1

n
pq(1− 4pq) +O(1/n2).

Daraus ergibt sich für die Varianz

V[R] = nV[1X2 6=X1 ] + 2nCOV[1X2 6=X1 , 1X3 6=X2 ] + n2COV[1X2 6=X1 , 1X4 6=X3 ] +O(1)

= n(2pq(1− 2pq) + 2pq(1− 4pq)− 4pq(1− 4pq)) +O(1) = 4np2q2 +O(1)

Bemerkung 4.4 (R approximativ normalverteilt). Zwar sind die Zufallsvariablen 1Xi 6=Xi−1
, i =

2, ..., n nicht unabhängig, jedoch kann man für R doch einen zentralen Grenzwertsatz angeben.
Genauer ist (für große n) die Statistik

R− 2npq

2
√
npq

approximativ N(0, 1)-verteilt.

Tests auf die Anzahl von Runs in einer zufälligen Folge

Annahme X1, ..., Xn ∈ {0, 1} mit X1 + · · ·+Xn = n1

Hypothese H0 : X rein zufällig gegen H1 : X nicht rein zufällig

Teststatistik R = 1 +

n∑
i=2

1Xi 6=Xi−1
unter H0 verteilt wie in Theorem 4.2, ap-

proximativ wie in Bemerkung 4.4.

Ablehnungsbereich ergibt sich aus der Verteilung von R

p-Wert ergibt sich aus der Verteilung von R
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Beispiel 4.5 (Zufälligkeit von Zufallszahlgeneratoren). Ein linearer Kongruenzgenera-
tor für Pseudo-Zufallszahlen ist bekanntermaßen gegeben durch die Rekursionsvorschrift (mit
einem Startwert x0 ∈ {0, ...,m− 1})

xi = axi−1 + b mod m.

Typischerweise ist hier m = 2e für eine implementierte Wortlänge e. Eine R-Implemetierung
könnte also etwa sein (siehe auch POSIX.1-2001)

> myrand<-function(n, seed=1) {

res<-rep(seed,n)

for(i in 2:n) {

res[i] = (res[i-1] * 1103515245 + 12345) %% 32768;

}

res/32768

}

Wir wollen nun sehen, ob eine so generierte Folge dem Test auf Zufälligkeit standhält. Wir
laden zunächst das entsprechende R-Paket.

> install.package("randtests")

> library("randtests")

In einer Stichprobe der Größe 10000 kann die Zufälligkeit nicht verworfen werden.

> x<-myrand(10000)

> runs.test(x)

Runs Test

data: x

statistic = 1.3544, runs = 5067, n1 = 5092, n2 = 4908, n = 10000,

p-value = 0.1756

alternative hypothesis: nonrandomness

4.3 Der Wald-Wolfowitz-Runs-Test

Wir wenden uns nun – im Gegensatz zur Situation in Abschnitt 4.1 – Tests mit zwei un-
abhängigen Stichproben zu. Insbesondere geben wir nun eine nicht-parametrische Alternative
zum doppelte t-Test an. Hierzu sei X1, ..., Xm unabhängig und identisch nach Pθ = θ · λ und
Y1, ..., Yn unabhängig und identisch nach Pθ′ = θ′ · λ verteilt. Ziel ist es, den Test H0 : θ = θ′

zu testen. Seien hierzu X(1), ..., X(m) und Y(1), ..., Y(n) die Ordnungsstatistiken von X und Y .
Weiter sei Z = (X,Y ) und Z(1), ..., Z(m+n) die Ordnungsstatistiken der gemeinsamen Stich-
probe X1, ..., Xm, Y1, ..., Yn. Im weiteren verwenden wir den Vektor

W := (1Z(1)∈{X1,...,Xm}, ..., 1Z(m+n)∈{X1,...,Xm}).

Unter H0 ist W ein rein zufälliger Vektor in {0, 1}m+n mit genau n mal 0 und m-mal 1. Die
Verteilung der Anzahl von Runs in W haben wir also im letzten Kapitel hergeleitet. Einzig für
die Berechnung des Ablehnungsbereiches bemerken wir, dass H0 nur dann abgelehnt wird,
wenn die Anzahl der Runs zu klein ist. (Etwa seien alle Xi kleiner als alle Yj . Dann ist
W = 1, ..., 1, 0, ..., 0 und die Anzahl der Runs ist 2.)
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Beispiel 4.6 (Der Runs-Test mit t-verteilten Daten). Schon beim Überprüfen von
Modellannahmen haben wir untersucht, welche t-Verteilungen von einer Normalverteilung zu
unterscheiden sind. Dies wollen wir nochmal vertiefen, indem wir den Runs-Test auf einen
Datensatz t- und einen Datensatz normalverteilter Daten anwenden. Wir verwenden hier 10
Freiheitsfrage für die t-Verteilung.

> set.seed(1)

> x<-rnorm(100)

> y<-rt(100, df=10)

> perm<-sort(c(x,y), index.return=TRUE)$ix

> w<-as.numeric(perm<=100)

> runs.test(w)

Runs Test

data: w

statistic = -0.8507, runs = 95, n1 = 100, n2 = 100, n = 200, p-value =

0.395

alternative hypothesis: nonrandomness

Der Wald-Wolfowitz-Runs-Test

Annahme X1, ..., Xm unabhängig, verteilt nach einer Verteilung Pθ = θ · λ

Y1, ..., Yn unabhängig, verteilt nach einer Verteilung Pθ′ = θ′ · λ

Hypothese H0 : θ = θ′ gegen H1 : θ 6= θ′

Teststatistik R := r(W ), unter H0 verteilt nach Theorem 4.2, approximativ
with in Bemerkung 4.4 mit

Z = (X,Y ) und W := (1Z(1)∈{X1,...,Xm}, ..., 1Z(m+n)∈{X1,...,Xm}).

Ablehnungsbereich ergibt sich aus der Verteilung von R

p-Wert ergibt sich aus der Verteilung von R

4.4 Der Kruskal-Wallis-Test

Nachdem wir nun eine nicht-parametrische Version des doppelten t-Tests kennengelernt ha-
ben, kommt nun eine nicht-parametrische Version der einfaktoriellen Varianzanalyse. Wir er-
innern daran, dass hierfür Yki die i-te Messung der k-ten Gruppe ist, wobei wir die Gleichheit
der Verteilungen von p Gruppen testen wollen. Etwas genauer seien hier Yk• = Yk1, ..., Yknk
unabhängig und nach Pθk ∼ θk ·λ verteilt, k = 1, ..., p. Wie im Wald-Wolfowitz-Test definieren
wir Y•• = (Yki)k=1,...,p,i=1,...,nk und Z = Y1, ..., Yn die als Vektor geschriebenen Daten Y••. Für
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die Ordnungsstatistiken Z(1), ..., Z(n) verwenden wir den Vektor R = (R1, ..., Rp) mit

Rk =

n∑
i=1

i1(Z(i) ∈ {Yk1, ..., Yknk}),

d.h. Rk ist die Summe der Ränge der Größen Yk• in Z. Nun ist die Summe aller Ränge immer
gleich

p∑
k=1

Rk =
n∑
i=1

i

p∑
k=1

1(Z(i) ∈ {Yk1, ..., Yknk}) =
n∑
i=1

i =

(
n+ 1

2

)
.

Gilt außerdem H0 = θ1 = · · · = θp, so gilt für die erwartete Summe der Ränge von Gruppe k

E[Rk] =

n∑
i=1

iP(Z(i) ∈ {Yk1, ..., Yknk}) =
nk
n

(
n+ 1

2

)
=
nk(n+ 1)

2
.

Damit können wir nun den Kruskal-Wallis-Test angeben. Allerdings ist die Verteilung der
Teststatistik S (siehe unten) nur für kleine Werte von p einfach anzugeben.

Kruskal-Wallis-Test (nicht-parametrische einfaktorielle Varianzanalyse)

Annahme Yk1, ..., Yknk unabhängig, nach Pθk = θk · λ verteilt, k = 1, ..., p

Dabei sind

Y11, . . . , Ypnp gegebene Merkmalsausprägungen eines Merkmals gemessen in Le-
vels 1, . . . , p

Hypothesen H0 : θ1 = · · · = θp gegen H1 : θk 6= θ` für ein Paar k, `

Teststatistik S =

p∑
k=1

(
Rk −

nk(n+ 1)

2

)2
Ablehnungsbereich durch Verteilung von S gegeben

p-Wert durch Verteilung von S gegeben

Beispiel 4.7. Wir verwenden dieselben normalverteilten Daten X und t-verteilten Daten Y
aus dem letzten Beispiel. Nun ergibt sich

> a<-list(x,y)

> kruskal.test(a)

Kruskal-Wallis rank sum test

data: a

Kruskal-Wallis chi-squared = 0.0539, df = 1, p-value = 0.8164
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Also wird auch hier die Nullhypothese nicht verworfen. R berechnet hier nicht das S von oben,
sondern eine normalisierte Version davon, wodurch die Teststatistik approximativ χ2-verteilt
ist mit p− 1 Freiheitsgraden.
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5 Bootstrap

5.1 Aus Verteilungsschätzern abgeleitete Schätzer

Sei (X, {Pθ : θ ∈ P}) ein statistisches Modell. Man kann immer einen Schätzer von Pθ, etwa
die empirische Verteilung, angeben. Um Pθ zu schätzen ist es auch möglich, θ durch ein θ̂ zu
schätzen und anschließend Pθ durch Pθ̂. Mit einem Schätzer von Pθ kann man nun Schätzer
für alle g(Pθ), θ ∈ P für beliebiges, messbares g angeben, nämlich g(Pθ̂). Man spricht hier
auch von Plugin-Schätzern.

Beispiel 5.1 (Parametrische und nicht-parametrische Schätzer). 1. Sei

(X, {Pnθ : Pθ Wahrscheinlichkeitsmaß auf R})

das nicht-parametrische Modell für unabhängige Daten. Dann ist

Pθ̂ :=
1

n

n∑
i=1

δXi ,

die empirische Verteilung von X ein Schätzer für Pθ. Ist nun etwa

g(Pθ) =

∫
f(x)Pθ(dx) = Eθ[f(X1)],

für ein messbares f , dann ist

g(Pθ̂) = Eθ̂[f(Y1)] =

∫
f(x)Pθ̂(dx) =

1

n

n∑
i=1

f(Xi)

ein Schätzer für g(Pθ).

2. Sei n = 2m − 1 ungerade und das statistische Modell von 1. gegeben. Weiter sei g(Pθ)
der Median von Pθ. Für Pθ̂ wie oben ist damit

g(Pθ̂) = g
( 1

n

n∑
i=1

δXi

)
= X(m)

der Stichproben-Median (wobei X(1), ..., X(n) die Ordnungsstatistiken von X sind).

3. Sei
(X, {Pθ = N (µ, σ2)n : θ = (µ, σ2) ∈ P = R× R+})

das Normalverteilungsmodell mit unbekannter Varianz. Dann ist bekanntlich θ̂ = (X, s2(X))
ein (erwartungstreuer, konsistenter) Schätzer von θ. Außerdem ist P(X,s2(X)) = N (X, s2(X))
ein Schätzer für Pθ. Ist etwa

g(Pθ) = Pθ(X ∈ A)

die Wahrscheinlichkeit für X ∈ A unter Pθ (und damit eine Funktion von Pθ), dann ist
X∗Pθ = N (µ, σ2/n), also9

g(Pθ̂) = PX,s2(X)/n(Y ∈ A).

9Die Notation ist hier etwas schwierig: Wir vereinbaren, dass X ∼ Pθ (so wie immer) und Y ∼ Pθ̂ = Pθ̂(X),
d.h. wir verwenden Y immer als nach der geschätzten Verteilung verteilte Zufallsvariable. Diese Unterscheidung
ist deshalb wichtig, weil ja θ̂ von X abhängt.
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5.2 Bias- und Varianzschätzung

Für einen Schätzer g(Pθ̂) von g(Pθ) gibt es Bias und Varianz, nämlich

bθ,g := Eθ[g(Pθ̂)]− g(Pθ), vθ,g := Vθ[g(Pθ̂)].

Da wir zunächst nichts außer den Daten zur Verfügung haben, möchten wir aus den Daten
den Bias und die Varianz des Schätzers g(Pθ̂) schätzen. Für einfache Funktionen g gibt es
hierbei gute Möglichkeiten.

Beispiel 5.2 (Parametrische und nicht-parametrische Schätzer). Wir behandeln nun
nochmal 1.-3. aus dem letzten Beispiel.

1. Da bekanntermaßen

Eθ[g(Pθ̂)] =
1

n

n∑
i=1

Eθ[f(Xi)] = Eθ[f(X1)] = g(Pθ),

weiß man, dass der Schätzer g(Pθ̂) unverzerrt ist. Damit setzen wir

b̂θ,g = 0

als unverzerrten Schätzer des Bias. Weiter ist

Vθ[g(Pθ̂)] =
1

n
Vθ[f(X1)].

Um diese Varianz zu schätzen, nehmen wir wegen der Unabhängigkeit der Daten

v̂θ,g :=
1

n
s2(f(X))

als unverzerrten Schätzer für die Varianz von g(Pθ̂).

2. Wir wollen nun Bias und Varianz des Stichprobenmedians X(m) als Schätzer für den
Median von Pθ herausfinden. Ist Pθ = pθ · λ, so hat X(m) die Dichte

x 7→
(
n

m

)
mPθ(X1 ≤ x)mPθ(X1 > x)mpθ(x).

Hier ist nun allerdings unklar, wie weiter zu verfahren ist. Um den Median momentenba-
siert zu schätzen, müsste man Eθ[X(m)] berechnen, was nur für ein parametrisches Mo-
dell machbar ist. Genau dasselbe Problem besteht beim Maximum-Likelihood-Ansatz.

3. Wir berechnen, da (X, s2(X)/n) unter Pθ unabhängig sind mit X ∼ N (µ, σ2/n) und
(n− 1)s2(X)/σ2 ∼ χ2

n−1

Eθ[g(Pθ̂)] = Eθ[PX,s2(X)/n(Ȳ ∈ A)] =

∫ ∫
P(µ̃,σ̃2)(Y ∈ A)P(s2(X) ∈ dσ̃2)P(X ∈ dµ̃)

Wieder ist nun allerdings etwas unklar, wie weiter zu verfahren ist.
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Bei 2. und 3. gibt es nun dieselbe Möglichkeit wie bei der Herleitung des Schätzers selbst,
bθ,g und vθ,g zu schätzen. Man kann nämlich die Schätzung dadurch bewerkstelligen, dass man

θ durch θ̂ ersetzt. Diese Plugin-Schätzer für Bias und Varianz eines Schätzers heißen ideale
Bootstrap-Schätzer.

Definition 5.3 (Idealer Bootstrap-Schätzer). Sei (X, {Pθ : θ ∈ P}) ein statistisches
Modell, θ̂ ein Schätzer für θ und g : Pθ 7→ g(Pθ) ∈ R. Dann heißen

b̂θ,g,boot := Eθ̂[g(Pθ̂)]− g(Pθ̂), v̂θ,g,boot := Vθ̂[g(Pθ̂)].

ideale Bootstrap-Schätzer für Bias und Varianz. Etwas genauer spezifizieren wir die Abhängig-
keiten der nach Pθ verteilten Daten X und gemäß Pθ̂ = Pθ̂(X) gezogenen Zufallsvariablen Y .
Es ergeben sich

b̂θ,g,boot(X) := Eθ̂(X)[g(Pθ̂(Y ))]− g(Pθ̂(X)), v̂θ,g,boot(X) := Vθ̂(X)[g(Pθ̂(Y ))]. (∗)

Für diese sind also Eigenschaften der Verteilung von g(Pθ̂(Y )) unter Pθ̂(X) zu bestimmen.

Bemerkung 5.4 (Nicht-parametrischer und parametrischer Bootstrap). In den Bei-
spielen sieht man zwei verschiedene Situationen: In 1. und 2. schätzen wir Pθ durch die empiri-
sche Verteilung. In 3. schätzen wir Pθ, indem wir θ = (µ, σ2) schätzen, und diese Schätzer für θ
in Pθ einsetzen. Hier kommt also die empirische Verteilung nicht vor. Im ersten Fall heißt der
Schätzer g(Pθ̂) nicht-parametrisch, im zweiten Fall parametrischer Bootstrap-Schätzer. Die
Schätzer für Bias und Varianz heißen entsprechend nicht-parametrischer und parametrischer
Bootstrap-Schätzer.

Beispiel 5.5 (Schätzung des Bias und der Varianz). Wir verwenden dieselben statisti-
schen Modelle wie in Beispiel 5.1 und 5.2.

1. Zwar haben wir bereits Schätzer für bθ,g und vθ,g kennen gelernt, jedoch wollen wir auch
noch berechnen, was sich durch den idealen Bootstrap-Schätzer ergibt. Wir erhalten

g(Pθ̂(Y )) =
1

n

n∑
i=1

f(Yi) =: f(Y )

und damit

b̂θ,g,boot(X) = Eθ̂(X)[f(Y )]− f(X) = Eθ̂(X)[f(Y1)]− f(X)

=
1

n

n∑
i=1

f(Xi)− f(X) = 0,

v̂θ,g,boot(X) = Vθ̂(X)

[ 1

n

n∑
i=1

f(Yi)
]

=
1

n
Vθ̂(X)[f(Y1)] =

1

n

( 1

n

n∑
i=1

(f(Xi)− f(X))2
)

=
n− 1

n2
s2(f(X)).

Damit sind die idealen Bootstrap-Schätzer für Bias und Varianz fast identisch mit den
in Beispiel 5.2 erhaltenen.
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2. Wir benötigen Aussagen über die Verteilung von g(Pθ̂(Y )) = Y(m), wobei Y ∼ Pθ̂(X),
also über den Median einer nach der empirischen Verteilung gezogenen Stichprobe. Wir
berechnen

pk := Pθ̂(X)(Y(m) = X(k))

= Pθ̂(X)(Y(m) ≤ X(k))− Pθ̂(X)(Y(m) ≤ X(k−1))

= Pθ̂(X)

(
einer aus X(k+1), ..., X(n) wird
höchstens m-mal gezogen

)
− Pθ̂(X)

(
einer aus X(k), ..., X(n) wird
höchstens m-mal gezogen

)
=

m∑
i=0

(
n

i

)[(n− k
n

)i(k
n

)n−i
−
(n− k + 1

n

)i(k − 1

n

)n−i]
(und bemerken, dass pk nicht von X abhängt). Damit sind also

b̂θ,g,boot(X) = Eθ̂(X)[Y(m)]−X(m) =

n∑
k=1

pkX(k) −X(m),

v̂θ,g,boot(X) = Vθ̂(X)[Y(m)] =

n∑
k=1

pk

(
X(k) −

n∑
j=1

pjX(j)

)2
Schätzer für Bias und Varianz von X(m) als Median von Pθ.

3. Hier benötigen wir Eigenschaften der Verteilung von g(Pθ̂(Y )) = PY ,s2(Y )/n(Z ∈ A) (mit

Z ∼ PY ,s2(Y )/n), wobei Y ∼ PX,s2(X)/n. Wir erhalten

bθ,g,boot(X) = EX,s2(X)[PY ,s2(Y )/n[Z ∈ A]]− PX,s2(X)/n(Y ∈ A),

vθ,g,boot(X) = VX,s2(X)[PY ,s2(Y )/n[Z ∈ A]].

Bemerkung 5.6 (Berechnung unter Pθ̂(X)). Da es sich bei Pθ̂(X) bei Beispielen 1. und

2. um eine empirische (und damit diskrete) Verteilung handelt, können Erwartungswerte
bezüglich Pθ̂(X) als Summen geschrieben werden. Die Anzahl der Summanden lässt sich re-

duzieren auf die möglichen Anordnungen von Y1, ..., Yn (die nach der empirischen Verteilung
gezogen werden) auf die Daten X1, ..., Xn. Da jedes Xi öfter vorkommen kann, führt dies auf
eine Summe mit

(
2n−1
n

)
Summanden. In Beispielen 1. und 2. lässt sich die Summe glückli-

cherweise geschickt umschreiben, dass deutlich weniger Summanden zu berechnen sind. Dies
muss allerdings nicht immer sein.

Anstatt die Erwartungswerte bezüglich Pθ̂(X) auszurechnen, kann man diese auch mittels des
Gesetzes großen Zahlen approximieren. Dies führt auf einen neuen Schätzer von bθ,g und vθ,g.

Definition 5.7 (Bootstrap-Schätzer). Sei (X, {Pθ : θ ∈ P}) ein statistisches Modell und
Pθ̂(X) ein Schätzer für Pθ, sowie g eine reellwertige Funktion. Sei B ∈ N und Y 1, ..., Y B ∈ Rn
unabhängig und nach Pθ̂(X) verteilt. Dann heißen

bBθ,g,boot(X) :=
1

B

B∑
b=1

g(Pθ̂(Y b))− g(Pθ̂(X)),

vBθ,g,boot(X) :=
1

B − 1

B∑
b=1

(
g(Pθ̂(Y b))−

1

B

B∑
c=1

g(Pθ̂(Y c))
)2

approximative Bootstrap-Schätzer von Bias und Varianz.



5.3 Awendungen 43

5.3 Awendungen

Beispiel 5.8 (Anwendungen). Das interessante an den approximativen Bootstrap-Schätzern
bBθ,g,boot und vBθ,g,boot ist, dass man sie gut simulieren kann und kein theoretisches Wissen mehr
über Pθ nötig ist. Weiter gilt wegen des Gesetzes großer Zahlen

bBθ,g,boot
B→∞−−−−→ bθ,g,boot,

vBθ,g,boot
B→∞−−−−→ vθ,g,boot,

also handelt es sich immerhin um approximativ ideale Schätzer. Wir illustrieren dies nun an
unseren drei Beispielen

1. Sei etwa Pθ eine χ2
θ-Verteilung und f = id. Wir schätzen also g(Pθ) = Eθ[X] mittels X.

Für n = 100 und θ = 1 ergibt sich:

> library(stats)

> x<-rchisq(100, df=theta)

> mean(x)

[1] 0.8185859

Wir geben nun an, wie man den Bias und die Varianz dieses Schätzers (die exakt in
Beispiel 5.2 berechnet wurden und 0 und 2/100 sind) approximieren kann. Zunächst
berechnen wir den Schätzer für die Varianz aus Beispiel 5.2.

> sd(x)^2/n

[1] 0.02063456

Wie wir aus Beispiel 5.5 wissen, ist der ideale Bootstrap-Schätzer des Bias und der
Varianz recht ähnlich.

> (n-1)*sd(x)^2/n^2

[1] 0.02042822

Um diesen letzten Schätzer zu approximieren, verwenden wir nun den approximativen
Bootstrap-Schätzer. Sei hierzu B = 1000.

> B=1000; ghat=rep(0,B)

> for(i in 1:B) ghat[i]<-mean(sample(x, n, replace=TRUE))

Nun stehen im Vektor ghat die Mittelwerte von 1000 Bootstrap-Stichproben. Wir
können nun Bias und Varianz wie in Definition 5.7 schätzen.

> mean(ghat) - mean(x)

[1] 0.006199645

> sd(ghat)^2

[1] 0.01943494

Der Bias wird also fast auf 0 und die Varianz auch fast richtig geschätzt.
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2. Die Boostrap-Schätzung des Medians durch den Stichproben-Median X(m) wird in der

Übung behandelt.

3. Sei θ = (µ, σ2) = (0, 1), n = 100 und A = (−∞, 0.1645), so dass Pθ(X ∈ A) ≈ 0.95. Wir
berechnen nun den approximativen Bootstrap-Schätzer des Bias und der Varianz von
Pθ(X ∈ A) durch PX,s2(X)/n(Y ∈ A).

pnorm(0.1645, mean=0, sd=0.1)

[1] 0.9500151

n=100; B=1000

x<-rnorm(n)

ghat=rep(0,B)

for(i in 1:B) {

y<-rnorm(n, mean=mean(x), sd=sd(x))

ghat[i]<-pnorm(0.1645, mean=mean(y), sd=sd(y))

}

mean(ghat) - pnorm(0.1645, mean=mean(x), sd=sd(x))

[1] -0.0004691647

sd(ghat)^2

[1] 0.001487795

Wir zeigen nun noch zwei Eigenschaften des idealen und approximativen Bootstrap-
Schätzers. Beide haben gleichen Erwartungswert, jedoch hat der ideale eine kleinere Varianz
als der approximative.

Proposition 5.9 (Vergleich approximativer und idealer Bootstrap-Schätzer). Für
ein statistisches Modell (X, {Pθ : θ ∈ P}) sei Pθ̂(X) ein Schätzer von Pθ und g eine reellwertige

Funktion. Sei g(Pθ̂(X)) der Schätzer von g(Pθ). Dann gilt für die idealen und approximativen

Bootstrap-Schätzer des Bias und der Varianz von g(Pθ̂(X))

Eθ[bBθ,g,boot(X)] = Eθ[bθ,g,boot(X)], Vθ[bBθ,g,boot(X)] ≥ Vθ[bθ,g,boot(X)],

Eθ[vBθ,g,boot(X)] = Eθ[vθ,g,boot(X)], Vθ[vBθ,g,boot(X)] ≥ Vθ[vθ,g,boot(X)]

Beweis. Wir schreiben für den Schätzer des Bias mit Hilfe der Turmeigenschaft für die be-
dingte Erwartung und der Varianzzerlegung

Eθ[bBθ,g,boot(X)] = Eθ[g(Pθ̂(Y ))− g(Pθ̂(X))] = Eθ[Eθ̂(X)[g(Pθ̂(Y ))]− g(Pθ̂(X))]

= Eθ[bθ,g,boot(X)],

Vθ[bBθ,g,boot(X)] ≥ Vθ[Eθ̂(X)[b
B
θ,g,boot(X)]] = Vθ[Eθ̂(X)[g(Pθ̂(Y ))]− g(Pθ̂(X))]

= Vθ[bθ,g,boot(X)].
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Für den Schätzer der Varianz erhalten wir

Eθ[vBθ,g,boot(X)] =
B

B − 1
Eθ
[(
g(Pθ̂(Y 1))−

1

B

B∑
c=1

g(Pθ̂(Y c))
)2]

=
B

B − 1
Eθ
[
Eθ̂(X)

[(
g(Pθ̂(Y 1))

2 − 2

B
g(Pθ̂(Y 1)

B∑
c=1

g(Pθ̂(Y c)) +
1

B2

B∑
c,d=1

g(Pθ̂(Y c)g(Pθ̂(Y d)
]]

=
B

B − 1
Eθ
[
Eθ̂(X)

[(
1− 1

B

)
g(Pθ̂(Y 1))

2 − B − 1

B
g(Pθ̂(Y 1))g(Pθ̂(Y 2))

]]
= Eθ

[
Eθ̂(X)[g(Pθ̂(Y ))

2]
]
− Eθ̂(X)[g(Pθ̂(Y ))]

2
]

= Eθ
[
Vθ̂(X)[g(Pθ̂(Y ))]

]
= Eθ[vθ,g,boot(X)],

und die letzte Ungleichung wird als Übungsaufgabe behandelt.
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6 Der E(xpectation)-M(aximization)-Algorithmus

In bestimmten Fällen ist es schwierig, Maximum-Likelihood-Schätzer direkt anzugeben. Wir
werden hier einen besonderen Fall diskutieren, in dem es einen Ausweg über den EM-Algorithmus
gibt.

6.1 Maximum-Likelihood-Schätzer in Mischungsmodellen

Wir nehmen ein statistisches Modell

(X, {Pθ = ((1− π)pθ0 + πpθ1)n · λn : θ = (π, θ0, θ1), π ∈ [0, 1], θ0, θ1 ∈ P}) (6.1)

an. Das bedeutet: da Pθ ein Produktmaß ist, sind die Datenpunkte X1, ..., Xn unabhängig.
Die Verteilung von X1 ist jedoch eine Mischung aus pθ0 · λ und pθ1 · λ. Das stellt man sich
am besten so vor: Sei Z1 = 1 mit Wahrscheinlichkeit π und Z1 = 0 mit Wahrscheinlichkeit
(1−π). Im Anschluss ziehen wir eine nach pθZ1

-verteilte Zufallsvariable X1. Dann ist nämlich
gerade X1 ∼ ((1− π)pθ0 + πpθ1) · λ.

Will man in einer solchen Situation einen Maximum-Likelihood-Schätzer für θ = (π, θ0, θ1)
angeben, so hätte man

`(θ;X) =
n∑
i=1

log
(
(1− π)pθ0(Xi) + πpθ1(Xi)

)
zu maximieren, was wegen der Summe innerhalb von log nicht einfach ist. Viel einfacher wäre
es, wenn wir über Xi wüssten, ob es sich um eine Ziehung aus pθ0 · λ oder aus pθ1 · λ handelt.
Wäre nämlich Zi = 0 oder Zi = 1 je nachdem, welcher Fall eintritt, so ist die log-Likelihood

`′(θ;X,Z) =
n∑
i=1

Zi log π +
n∑
i=1

(1− Zi) log(1− π) +
n∑
i=1

(1− Zi) log pθ0(Xi) + Zipθ1(Xi).

(6.2)

Hierbei meinen wir allerdings die Likelihood im statistischen Modell

((X,Z), {Pθ = (pθ · λ)n : θ = (π, θ0, θ1)}) mit pθ(x, z) = πz(1− π)1−zpθz(x). (6.3)

Obwohl sicherlich die Maximierung im statistischen Modell 6.3 einfacher wird, kennen wir
normalerweise Z nicht. Wir sprechen hier auch davon, dass Z eine latente oder unbeobachtete
Variable ist. Der Trick, den der EM-Algorithmus verwendet, ist es, diese Variablen Zi durch
ihre Erwartung zu ersetzen, und anschließend die Likelihood zu maximieren.

Wir bemerken noch, dass es sich bei der Dichte im statistischen Modell (6.1) nicht um
eine Exponentialfamilie handelt, in (6.3) aber schon. Auch dies spricht zumindest dafür, dass
Berechnungen im Modell (6.3) einfacher sein werden.
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6.2 Der Algorithmus

Wir beginnen damit, in der obigen Situation den rekursiv definierten EM-Algorithmus anzu-
geben, wobei x die erhobenen Daten sind.

Der EM-Algorithmus

1. Starte für t = 0 mit Anfangswerten θ̂(t=0).

2. E-Schritt: Berechne für t = 0, 1, 2, ...

Q(θ, θ̂(t);x) := Eθ̂(t) [`
′(θ,X,Z)|X = x].

3. M-Schritt: Berechne

θ̂(t+1) := arg max{Q(θ, θ(t);x) : θ ∈ P}.

4. Iteriere 2. und 3. bis θ̂(t) konvergiert.

Für den speziellen Fall des obigen Mischungsmodells berechnen wir zunächst für X = x

Eθ′ [`′(θ;x, Z)] = n(π′ log π + (1− π′) log(1− π)) +

n∑
i=1

(1− π′) log pθ0(xi) + π′ log pθ1(xi).
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Nun ergibt sich folgendes:

Der EM-Algorithmus für das Mischungsmodell

1. Starte für t = 0 mit Anfangswerten θ̂(t=0) = (π̂, θ̂0, θ̂1).

2. Erwartungswert-Schritt: Berechne

Ẑ
(t+1)
i = Eθ̂(t) [Zi|Xi = xi] =

π̂(t)p
θ̂
(t)
1

(xi)

(1− π̂(t))p
θ̂
(t)
0

(xi) + π̂(t)p
θ̂
(t)
1

(xi)
, i = 1, ..., n

Damit ergibt sich

Q(θ, θ(t);x) =

n∑
i=1

(Ẑ
(t+1)
i log π + (1− Ẑ(t+1)

i ) log(1− π))

+
n∑
i=1

(1− Ẑ(t+1)
i ) log pθ0(x) + Ẑ

(t+1)
i log pθ1(x).

3. Maximierungs-Schritt: Wir führen zunächst die Maximierung bezüglich π durch. Wir
erhalten als notwendige Bedingung

n∑
i=1

(1− π)Ẑ
(t+1)
i =

n∑
i=1

(1− Ẑ(t+1)
i )π, also π̂(t+1) =

1

n

n∑
i=1

Ẑ
(t+1)
i .

Weiter berechnen wir (mit (6.2))

θ̂(t+1) := arg max{Q(θ, θ̂(t);x) : θ ∈ P}.

4. Iteriere 2. und 3. bis θ̂(t) konvergiert.

6.3 Beispiele

Beispiel 6.1 (Mischung aus Normalverteilungen). Hier sei für θi = (µi, σ
2
i ) die Ver-

teilung Pθi = N (µi, σ
2
i ), i = 0, 1. Hier ist also (wenn µ0 und µ1 genügend weit auseinander

liegen) die Dichte (1− π)pθ0 + πpθ1 bi-modal (d.h. sie hat zwei Maxima).

In Maximierungs-Schritt des EM-Algorithmus ist also noch

n∑
i=1

(1− Ẑi) log pθ0(x) + Ẑi log pθ1(x)
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zu maximieren. Im Fall der Normalverteilungen müssen wir also

−
n∑
i=1

(1− Ẑi)
(1

2
log σ20 +

(xi − µ0)2

2σ20

)
,

−
n∑
i=1

Ẑi

(1

2
log σ21 +

(xi − µ1)2

2σ21

)
über (µ0, σ

2
0) bzw. (µ1, σ

2
1) maximieren. Wir berechnen

σ20
∂

∂µ0

n∑
i=1

(1− Ẑi)
(1

2
log σ20 +

(xi − µ0)2

2σ20

)
=

n∑
i=1

(1− Ẑi)(xi − µ0),

2σ20
∂

∂σ20

n∑
i=1

(1− Ẑi)
(1

2
log σ20 +

(xi − µ0)2

2σ20

)
=

n∑
i=1

(1− Zi)
(

1− (xi − µ0)2

2σ20

)
und damit sind die Maximierer

µ̂0 =

∑n
i=1(1− Ẑi)xi∑n
i=1(1− Ẑi)

,

σ̂20 =

∑n
i=1(1− Ẑi)(xi − µ̂0)2∑n

i=1(1− Ẑi)
.

Analog ergeben sich

µ̂1 =

∑n
i=1 Ẑixi∑n
i=1 Ẑi

,

σ̂21 =

∑n
i=1 Ẑi(xi − µ̂0)2∑n

i=1 Ẑi
.

Beispiel 6.2 (Gauß’sches Mischungsmodell). Für π = 0.5 wählen wir (µ0, σ
2
0) = (−2, 1)

und (µ1, σ
2
1) = (2, 1).

n=1000

pi=0.5

z<-rbinom(n,1,pi)

x<-0*z

for(i in 1:n) {

if(z[i]==0) x[i]<-rnorm(1, mean=-2, sd=1)

else x[i]<-rnorm(1, mean=2, sd=1)

}

Nachdem unsere Daten nun in x gespeichert sind, wollen wir die Parameter schätzen.

# theta = c(pi, mu0, sigma20, mu1, sigma21) = (0.5,-2,1,2,1)

thetaold=0

theta = c(0.2, -1, 1, 1, 1)
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eps=10^(-4)

while(norm(as.matrix(theta-thetaold))>eps) {

thetaold=theta

hatZ<-(theta[1]*dnorm(x, mean=theta[4], sd=sqrt(theta[5])))/

(theta[1]*dnorm(x, mean=theta[4], sd=sqrt(theta[5]))

+ (1-theta[1])*dnorm(x, mean=theta[2], sd=sqrt(theta[3])))

theta[1] = mean(hatZ)

theta[2] = sum((1-hatZ)*x)/sum(1-hatZ)

theta[3] = sum((1-hatZ)*(x-theta[2])^2)/sum(1-hatZ)

theta[4] = sum(hatZ*x)/sum(hatZ)

theta[5] = sum(hatZ*(x-theta[4])^2)/sum(hatZ)

cat(theta, "\n")

}

0.4080493 -1.657099 1.873421 2.146217 1.0034

0.4221161 -1.757708 1.571493 2.157208 0.8661055

0.4324705 -1.818895 1.393268 2.143772 0.8500342

0.4408061 -1.860213 1.292241 2.121252 0.8673303

0.4472676 -1.889556 1.228207 2.099996 0.8913398

0.4521783 -1.910826 1.184815 2.082438 0.9139556

0.4558773 -1.926362 1.154515 2.06858 0.9331244

0.4586528 -1.937761 1.133011 2.057859 0.9486591

0.4607324 -1.946157 1.117571 2.049651 0.9609445

0.4622902 -1.952364 1.106378 2.043406 0.9705129

0.4634575 -1.956969 1.098198 2.038673 0.9778897

0.4643328 -1.960395 1.092182 2.035094 0.983537

0.4649893 -1.96295 1.087734 2.032393 0.987839

0.465482 -1.96486 1.084432 2.030356 0.9911048

0.465852 -1.966289 1.081973 2.028822 0.9935777

0.4661299 -1.967359 1.080138 2.027666 0.9954469

0.4663386 -1.968162 1.078766 2.026797 0.9968578

0.4664955 -1.968764 1.077738 2.026142 0.9979217

0.4666134 -1.969217 1.076968 2.02565 0.9987234

0.466702 -1.969556 1.076391 2.025279 0.9993273

0.4667686 -1.969812 1.075957 2.025001 0.9997818

0.4668187 -1.970003 1.075631 2.024791 1.000124

0.4668563 -1.970147 1.075387 2.024634 1.000381

0.4668847 -1.970256 1.075203 2.024515 1.000575

0.4669059 -1.970337 1.075065 2.024426 1.000721

0.4669219 -1.970398 1.074961 2.024359 1.00083

0.466934 -1.970445 1.074883 2.024309 1.000913

0.466943 -1.970479 1.074824 2.024271 1.000975

0.4669498 -1.970505 1.07478 2.024242 1.001021

0.4669549 -1.970525 1.074747 2.024221 1.001056

0.4669588 -1.970539 1.074722 2.024205 1.001083
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Wir wollen nun noch begründen, warum der EM-Algorithmus (zumindest lokale) Maxima
der Likelihood ansteuert.

Proposition 6.3. Für

`(θ;x) := log

∫
pθ(x, z

′)λ(dz′)

gilt
`(θ̂(t+1);x) ≥ `(θ̂(t);x)

mit “=” genau dann, wenn θ̂(t+1) = θ̂(t).

Beweis. Wir schreiben zunächst

pθ,x(z) :=
pθ(x, z)∫

pθ(x, z′)λ(dz′)

als die bedingte Dichte von pθ gegeben X = x. Dann ist nämlich

`(θ;x) = log pθ(x, z)− log pθ,x(z).

Nehmen wir nun auf der rechten Seite Erwartungswerte bezüglich der Verteilung mit Dichte
pθ̂(t),x(z), so folgt (mit R(θ, θ′;x) := Eθ′ [log pθ,X(Z)|X = x])

`(θ;x) = Eθ̂(t) [log pθ(X,Z)|X = x]− Eθ̂(t) [log pθ,X(Z)|X = x]

= Q(θ, θ̂(t);x)−R(θ, θ̂(t);x).

Nun ist

`(θ̂(t+1);x)− `(θ̂(t);x) = Q(θ̂(t+1), θ̂(t);x)−Q(θ̂(t), θ̂(t);x)− (R(θ̂(t+1), θ̂(t);x)−R(θ̂(t), θ̂(t);x))

und wir haben

Q(θ̂(t+1), θ̂(t);x)−Q(θ̂(t), θ̂(t);x) ≥ 0

da θ̂(t+1) der Maximierer von θ 7→ Q(θ, θ̂(t);x) ist, und für jedes θ, θ′ ist

R(θ′, θ)−R(θ, θ) = Eθ[log pθ′,X(Z)|X = x]− Eθ[log pθ,X(Z)|X = x]

= Eθ
[

log
pθ′,X(Z)

pθ,X(Z)
|X = x

]
≤ logEθ

[pθ′,X(Z)

pθ,X(Z)
|X = x

]
= log

∫
pθ′,x(z)

pθ,x(z)
pθ,x(z)λ(dz) = 0.

mit “=” genau dann, wenn θ = θ′. Daraus folgen nun alle Behauptungen.

Der EM-Algorithmus konvergiert wegen der Beschränktheit der Likelihood immer. Al-
lerdings ist unklar, ob er nicht in einem lokalen Maximum der Likelihood konvergiert. Eine
mögliche Strategie, dies zu umgehen, ist es, in verschiedenen Startpunkten zu beginnen, und
dann die maximale Likelihood auszuwählen.
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7 Die Hauptkomponentenanalyse

Eigentlich ist die Hauptkomponentenanalyse (englisch: Principal Component Analysis) eine
Methode der deskriptiven Statistik. Wir behandeln sie hier dennoch, da sie häufig verwendet
wird, und auch Verbindungen zu linearen Modellen aufweist.

7.1 Einführung

Wir gehen von einem Datensatz x ∈ Rn×p aus, wobei – wie im Regressionsmodell – xij die
j-te Covariate des i-ten beobachteten Items ist. Um x exakt zu beschreiben, benötigen wir
natürlich alle n×p Einträge. Die Hauptkomponentenanalyse versucht nun, mit weniger Daten
zumindest die wichtigsten Eigenschaften der Daten abzubilden. Die Grundidee ist, anstatt x
die MatrixB>x für einB ∈ Rp×q für ein q < p zu betrachten. Damit werden die Daten auf n×q
reduziert. Relevante Information über die Daten entstehen durch Varianzen von Kenngrößen.
(D.h. hat eine Größe eine kleine Varianz, so kann man aus ihr keine starken Aussagen über
die Daten ablesen.) Deshalb versucht man, B so zu wählen, dass (die q Komponenten von)
B>x möglichst große Varianz besitzen.

Versuchen wir uns zunächst am Fall q = 2, wobei wir nicht die Varianz, sondern die
empirische Varianz maximieren wollen. Gesucht ist also zunächst ein α1 ∈ Rp, so dass s2(xα1)
maximal wird. Zunächst ist (mit x1 = (x, ..., x) für ein x ∈ R und x = ( 1

n

∑n
i=1 xij)j=1,...,p

xα1 =
1

n

n∑
i=1

(xα1)i =
1

n

n∑
i=1

p∑
j=1

xijα1j =

p∑
j=1

α1jx·j = α>1 x,

s2(xα1) =
1

n− 1

n∑
i=1

((xα1)i − xα1)
2 =

1

n− 1
(xα1 − 1xα1)

>(xα1 − 1xα1)

=
1

n− 1
(α>1 x

>xα1 − α>1 x1>1x>α1) =
1

n− 1
α>1 Sα1

für S := (x− 1x>)>(x+ 1x>). Um ein Maximum von s2(xα1) zu finden, verwenden wir noch
die Nebenbedinung ||α1||2 = α>1 α1 = 1. Damit müssen wir mittels Lagrange-Multiplikatoren
das Maximierungsproblem

α>1 Sα1 → max mit α>1 α1 = 1

lösen. Hierzu setzen wir

∇α1α
>
1 Sα1 − λ1(α>1 α1 − 1) = 2Sα1 − 2λ1α1 = 2(S − λ1I)α1 = 0

an (nachdem wir uns an das Kapitel Extrema unter Nebenbedingungen aus der Analysis er-
innert haben). Also muss α1 ein Eigenvektor von S zum Eigenwert λ1 sein. Um α>1 Sα1 zu
maximieren, muss weiter α1 der Eigenvektor zum größten Eigenwert λ1 von S sein. Wir sagen
auch, xα1 ist die erste Hauptkomponente von x.

Um die zweite Hauptkomponente xα2 von x zu bestimmen, benötigen wir einen Vektor
α2, so dass α>1 α2 = 0, α>2 α2 = 1 (d.h. α2 ist senkrecht auf α1) und s2(xα2) maximal ist.
Hierzu stellen wir das Maximierungsproblem

α>2 Sα2 → max mit α>2 α2 = 1, α>2 α1 = 0

auf, das wir durch

∇α2(α>2 Sα2 − λ2(α>2 α2 − 1)− φα>2 α1) = 2(S − λ2I)α2 − φα1 = 0
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ansetzen. Multiplikation mit α>1 von links ergibt φ = 0, und damit muss α2 Eigenvektor von
S sein. Um das Maximierungsproblem zu lösen, muss also λ2 der zweitgrößte Eigenwert sein,
und α2 der dazugehörige Eigenvektor.

Iteriert man dieses Vorgehen weiter, führt dies zur Definition der Hauptkomponentenanalyse.

Definition 7.1 (Hauptkomponentenanalyse, PCA). 1. Seien X1, ..., Xp Zufallsvaria-
ble mit E[Xi] = 0 und COV[Xi, Xj ] = Σij für alle i, j = 1, ..., p und eine Matrix Σ ∈
Rp×p. (Notwendigerweise ist dann Σ ∈ Rp×p+ symmetrisch und positiv semi-definit10.)
Wir nehmen an, dass alle Eigenwerte von Σ verschieden und verschieden von 0 sind. Sei-
en λ1 > · · · > λp die Eigenwerte von Σ mit Eigenvektoren α1, ..., αp für ||αk||2 = 1. (Da
Σ symmetrisch ist, ist also α1, ..., αp ein Orthonormalsystem.) Dann heißt Zk := α>k X
(oder Z>k = X>αk) die k-te Hauptkomponente (von Σ) und αk heißt der Vektor der
Gewichte der k-ten Hauptkomponente.

2. Sei x ∈ Rn×p (man denke etwa an n unabhänige Realisierungen der Zufallsvariablen X
aus 1.), xk = 1

n

∑n
i=1 xik und S = (sk`)1≤k,`≤p ∈ Rp×p, definiert als

sk` :=
1

n− 1

n∑
i=1

(xik − xk)(xi` − x`).

(Auch hier ist S symmetrisch und positiv semi-definit.) Wir nehmen an, dass alle Ei-
genwerte von S verschieden und verschieden von 0 sind.

Seien λ1 > · · · > λp die Eigenwerte von S mit Eigenvektoren α1, ..., αp für ||αk||2 = 1.
Dann heißt zk := xαk die k-te Hauptkomponente (von S) und αk heißt der Vektor der
Gewichte der k-ten Hauptkomponente.

7.2 Die Hauptkomponentenanalyse in R

Wir verwenden den Datensatz iris, der in R implementiert ist. Dieser beschreibt je 50 Pflan-
zen der Gattungen Iris setosa, versicolor und virginica.

data(iris)

iris.pca <- prcomp(iris[,1:4], center = TRUE, scale = TRUE)

Dies führt bereits die Hauptkomponentenanalyse für die ersten vier Variablen des Daten-
satzes durch. Die fünfte Variable kann nicht verwendet werden, weil sie nicht numerisch ist.
center=TRUE gibt hierbei an, dass in der Tat (genau wie in den Formeln oben) die Matrix S
mit den um x verschobenen Daten gefüllt wird. scale=TRUE bedeutet, dass die Variablen –
bevor die Hauptkomponentenanalyse durchgeführt wird – auf eine empirische Varianz von 1
gebracht werden. Das Ergebnis ist:

iris.pca

Standard deviations:

[1] 1.7083611 0.9560494 0.3830886 0.1439265

Rotation:

10Die positive Semi-Definitheit folgt aus α>Σα =
∑
i,j αiCOV[Xi, Xj ]αj = V

[∑
i αiXi

]
≥ 0 für alle α ∈ Rp
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Abbildung 7.1: Plot der erklärten Varianz (d.h. das Quadrat der in iris.pca gespeicher-
ten Standardabweichungen) im iris-Datensatz.

PC1 PC2 PC3 PC4

Sepal.Length 0.5210659 -0.37741762 0.7195664 0.2612863

Sepal.Width -0.2693474 -0.92329566 -0.2443818 -0.1235096

Petal.Length 0.5804131 -0.02449161 -0.1421264 -0.8014492

Petal.Width 0.5648565 -0.06694199 -0.6342727 0.5235971

Die Standard deviations geben an, wieviel der Gesamtvarianz durch die vier Hauptkompo-
nenten erklärt wird. Die angefügte Tabelle gibt die Gewichts-Vektoren der vier Hauptkompo-
nenten an. Wir erzeugen nun noch mit diesen Daten zwei Grafiken.

plot(iris.pca, type="l")

biplot(iris.pca)

Um den letzten Plot etwas übersichtlicher zu gestalten, führen wir ihn nochmal durch,
geben nun aber Farben für die drei Arten bei. Hierbei erkennen wir, dass bereits die erste
Hauptkomponente gut zwischen den drei verschiedenen Arten unterscheiden kann.

raw <- iris.pca$x[,1:2]

plot(raw[,1], raw[,2], col="white", pch=20)

points(raw[1:50,1], raw[1:50,2], col="red", pch=20)

points(raw[51:100,1], raw[1:50,2], col="blue", pch=20)

points(raw[101:150,1], raw[1:50,2], col="green", pch=20)

7.3 Optimalität der Hauptkomponenten

Bemerkung 7.2 (Notation).

1. Wie bereits früher schreiben wir COV[X,X] = Σ.

2. In obiger Situation schreiben wir Λ ∈ Rp×p für die Diagonalmatrix mit Einträgen
λ1, ..., λp. Weiter istA := (α1, ..., αp) ∈ Rp×p die Matrix mit (Spalten-)Vektoren α1, ...αp.
Wir verwenden außerdem noch die Schreibweise Aq := (α1, ..., αq) für die p× q-Matrix
der ersten q Spalten von A und A∗q := (αp−q+1, ..., αp) für die p × q-Matrix der letzten
q Spalten von A.
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Abbildung 7.2: Plot der ersten beiden Hauptkomponenten für den iris-Datensatz.
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Abbildung 7.3: Gefärbter Plot der ersten beiden Hauptkomponenten für den iris-
Datensatz.
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3. Mit dieser Notation gilt also

Z = A>X, z = xA

und (da A eine orthogonale Matrix ist)

A>ΣA = A−1ΣA = Λ oder AΛA> = Σ

bzw.
A>SA = A−1SA = Λ oder AΛA> = S.

Bemerkung 7.3 (Covarianzmatrizen und die Spur). Sei X = (X1, ..., Xp) so verteilt,
dass COV[X,X] = Σ ∈ Rp×p und B ∈ Rp×q.

1. Bereits bei Regressionen haben wir folgendes festgestellt:
Es gilt

COV[B>X] = B>ΣB.

Insbesondere ist also

tr(B>ΣB) =

p∑
j=1

V[(B>X)j ].

Denn: Sei oBdA E[X] = 0. Wir schreiben

COV[B>X,B>X] = E[B>X(B>X)>] = E[B>XX>B] = B>ΣB.

2. Es gilt (mit A wie Bemerkung 7.2)

COV[A>X] = A>ΣA = Λ.

Theorem 7.4 (Optimierung der Varianz durch die Hauptkomponenten). Die Matrix
Σ ∈ Rp×p erfülle die Bedingungen aus Definition 7.1 (insbesondere ist A die Matrix der
Eigenvektoren von Σ) und 1 ≤ q ≤ p. Dann gilt11

arg max{tr(B>ΣB) : B ∈ Rp×q orthogonal } = Aq

und

arg min{tr(B>ΣB) : B ∈ Rp×q orthogonal } = A∗q .

Bemerkung 7.5. 1. Wir bemerken, dass das Theorem sowohl auf eine Covarianzmatrix Σ
wie in Definition 7.1.1 anwendbar ist, als auch auf eine Matrix S wie in Definition 7.1.2.

2. Sei X wie in Definition 7.1 und B ∈ Rp×q. Dann ist für Y := B>X nach der letzten
Bemerkung gerade COV[Y, Y ] = B>ΣB. Ist nun q = 1, so ist also

V[B>X] = tr(COV[B>X,B>X]) = tr(B>ΣB).

Nach dem Theorem wird diese gerade dann maximiert, wenn B = A1 = α1, der Eigen-
vektor zum größten Eigenwert von Σ. Für q = 2 haben wir mittels α1 bereits V[B>X]
maximiert. Das Theorem sagt nun auch, dass der auf α1 orthogonale und normierte
Vektor b, der V[b>X] maximiert, gerade α2 ist. Genau dies haben wir bereits zu Beginn
des Kapitels (zumindest für die empirische Covarianzmatrix S) nachgerechnet.

11Wir nennen für q ≤ p eine Matrix B ∈ Rp×q orthogonal, wenn es eine orthogonale Matrix D ∈ Rp×p, so
dass die ersten q Spalten von D und B identisch sind.



7.4 Die Hauptkomponentenanalyse in der Regression 57

Beweis. Sei B = (β1, ..., βq). Da α1, ..., αp eine Basis von Rp bilden, gibt es ein (eindeutiges)
C = (c>1 , ..., c

>
p ) ∈ Rp×q (also c>j ∈ Rq, j = 1, ..., p) mit

βk =

p∑
j=1

cjkαj , k = 1, ..., q, oder auch B = AC.

Da A,B orthogonal sind, ist auch C orthogonal und

tr(B>ΣB) = tr(C>A>ΣAC) = tr(C>ΛC) =

p∑
j=1

tr(c>j λjcj) =

p∑
j=1

λjc
>
j cj =

p∑
j=1

q∑
k=1

λjc
2
jk.

(7.1)

Sei nun D = (d>1 , ..., d
>
p ) ∈ Rp×p orthogonal, so dass die ersten q Spalten von C und D

übereinstimmen (also djk = cjk, j = 1, ..., p, k = 1, ..., q). Dann ist

q∑
k=1

c2jk ≤
p∑

k=1

d2jk = 1

und
p∑
j=1

q∑
k=1

c2jk =

q∑
k=1

p∑
j=1

d2jk =

q∑
k=1

1 = q.

Die rechte Seite aus (7.1) ist also sicher dann maximal, wenn man (c1, ..., cp) so wählt, dass

q∑
k=1

c2jk =

{
1, j = 1, ..., q,

0, j = q + 1, ..., p.
(7.2)

Ist aber B = Aq, so gilt C = Iq = (e>1 , ..., e
>
q , 0

>, ..., 0>), wobei Iq aus den ersten q Spalten
der p× p-Einheitsmatrix besteht und damit gilt hierfür (7.2).

Weiter ist die rechte Seite aus (7.1) sicher dann minimal, wenn man (c1, ..., cp) so wählt,
dass

q∑
k=1

c2jk =

{
0, j = 1, ..., p− q,
1, j = p− q + 1, ..., p.

(7.3)

Ist aber B = A∗q , so gilt C = I∗q = (0>, ..., 0>, e>1 , ..., e
>
q ), wobei I∗q aus den letzten q Spalten

der p× p-Einheitsmatrix besteht und damit gilt hierfür (7.3).

7.4 Die Hauptkomponentenanalyse in der Regression

Das Regressionsmodell
Y = xβ + ε

mit Y ∈ Rn, x ∈ Rn×p, β ∈ Rp und ε ∈ Rn haben wir bereits kennen gelernt. Wir gehen im
Folgenden von den Gauß-Markov-Bedingungen mit COV[Yi, Yj ] = σ2δij aus.

Bei der (multiplen) Regression hatten wir uns gefragt, ob die Hypothesen βk = 0 verworfen
werden können oder nicht, k = 1, ..., p. Wünschenswert wäre es natürlich, wenn man die
Parameter β möglichst genau schätzen könnte. Und wie das nächste Resultat zeigt, kann
man die Parameter am genauesten (im Sinne einer kleinen Varianz) schätzen, wenn man die
Covariate x durch die Hauptkomponenten z = xA von x ersetzt.
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Theorem 7.6 (Hauptkomponenten in der Regression). Sei Y = xβ + ε wie oben,
z = xB für B ∈ Rp×p orthogonal, also

Y = zγ + ε mit γ = B>β.

Weiter sei γ̂ := (z>z)−1z>Y der (übliche) Schätzer für γ. Dann gilt für alle q ≤ p

arg min
{ q∑
j=1

Vγ [γ̂j ] : B ∈ Rp×q orthogonal } = Aq.

Beweis. Die Covarianzmatrix von γ̂ ist gegeben durch

1

σ2
COVγ [γ̂, γ̂] = (z>z)−1 = (B>x>xB)−1 = B>(x>x)−1B.

Wir müssen nun tr(B>q (x>x)−1Bq) für q = 1, ..., p minimieren. Wenden wir Theorem 7.4 mit

(x>x)−1 anstelle von Σ an, so ist dieses Minimum genau dann gegeben, wenn B = C∗q , wobei

C die Eigenvektoren von (x>x)−1 zu den Eigenwerten in fallender Reihenfolge als Einträge
enthält. Nun sind diese Eigenvektoren dieselben12 wie die von x>x, allerdings in umgekehrter
Reihenfolge. Also können wir C∗q = Aq wählen, und das Ergebnis ist gezeigt.

12Sei A eine (symmetrische) invertierbare Matrix mit Eigenwerten λ1, ...λp und zugehörigen Eigenvektoren
α1, ..., αp. Dann hat A−1 die Eigenwerte λ−1

1 , ..., λ−1
p mit denselben Eigenvektoren α1, ..., αp.

Denn: Es gilt αi = A−1Aαi = λiA
−1αi, also A−1αi = λ−1

i αi.
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8 Einführung in die Zeitreihenanalyse

8.1 Einleitung

In diesem Kapitel beschäftigen wir uns mit stochastischen Prozessen, also mit Familien von
Zufallsvariablen. Wir werden nur zeit-diskrete Prozesse betrachten, also (Xt)t=1,2,.... Wir wer-
den annehmen, dass

Xt = mt + Yt, t = 1, 2, ...

wobei wir den Trend (mt)t=1,2,... als deterministisch annehmen, und (Yt)t=1,2,... als stationären,
stochastischen Prozess.

Definition 8.1 ((Stationärer, zeitdiskreter) stochastischer Prozess). 1. Ein stocha-
stischer Prozess (mit Indexmenge I ist eine Familie von Zufallsvariablen X = (Xt)t∈I .
Er heißt quadratisch integrierbar, falls E[X2

t ] <∞ für alle t ∈ I.

2. Ist I diskret, so heißt der stochastische Prozess zeitdiskret oder eine Zeitreihe. Beispiele
sind I = N und I = Z.

3. Eine quadratisch integrierbare Zeitreihe X heißt (schwach) stationär, wenn t 7→ E[Xt]
und t 7→ COV[Xt, Xt+h] (für alle h) konstante Funktionen sind. In diesem Fall heißt
E[X1] der Erwartungswert und h 7→ γ(h) := COV[X1, Xh+1] Autokovarianz-Funktion
der Zeitreihe. (Hier darf h auch negativ sein; damit ist dann γ(h) = γ(−h).)

4. Sei I = Z und X stationär. Dann ist B(Xt) := Xt−1 der Shift-Operator.

Im Folgenden sei stets I = N oder I = Z.

Beispiel 8.2. 1. Sei X = (Xt)t∈I eine Familie unabhängiger und identisch verteilter, qua-
dratisch integrierbarer Zufallsgrößen. Dann istX stationär und hat die Auto-Kovarianzfunktion
γ(h) = δ0(h)V[X1].

2. Sei Z = (Zt)t∈Z eine Familie unabhängiger, identisch verteilter und quadratisch inte-
grierbarer Zufallsgrößen mit E[Z0] = 0 und X = (Xt)t∈Z mit Xt = Zt + aZt−1. Dann
ist X stationär und hat die Auto-Kovarianzfunktion

γ(h) = COV[Z1 + aZ0, Zh+1 + aZh] =


(1 + a2)V[Z0], h = 0,

aV[Z0], h = 1,

0, sonst.

3. Sei (Xt)t=1,2,... eine ergodische Markov-Kette mit stationärer Verteilung ν. Dann ist
(Xt)t=1,2,... genau dann eine stationäre Zeitreihe, wenn X1 ∼ ν.

4. Eine stationäre Zeitreihe mit Trend ist ein diskreter stochastischer Prozess (Xt)t=1,2,...,
der sich als Xt = mt + Yt für ein deterministisches (mt)t=1,2,... und eine stationäre
Zeitreihe (Yt)t=1,2,... schreiben lässt.



60 8 Einführung in die Zeitreihenanalyse

8.2 Elimination eines Trends

Für eine Zeitreihe X mit Xt = mt+Yt wie in Beispiel 8.2.4 wollen wir nach Beobachtung von
X1, ..., Xt die Größe von Xt+1 voraussagen. Um dies zu tun, werden wir zunächst (mt)t=1,2,...

schätzen, um anschließend mit (Xt −mt)t=1,2,... eine stationäre Situation weiter studieren zu
können.

Bemerkung 8.3 (Elimination eines Trends). Es gibt verschiedene Arten, einen Trend zu
eliminieren. Wir stellen hier drei davon vor:

1. Nimmt man an, dass ms =
∑k

i=0 ais
i, so bleibt nun, die Parameter a0, ..., ak so zu

schätzen, dass
∑s

r=0(Xr −mr)
2 minimiert wird. Dieser Aufgabe haben wir uns jedoch

schon beim Thema Regression gestellt, denn wir müssen nun
s∑
r=0

(Xr − wr·a)2

(mit wri = ri) minimieren. Wir haben gesehen, dass diese Minimierung durch

â = (w>w)−1w>X

gegeben ist (falls w>w invertierbar ist). Damit ist also

m̂s =

k∑
i=0

âis
i.

2. Für ein q > 1 kann man

m̂s :=
1

2q + 1

s+q∑
r=s−q

Xr∨0∧t

schätzen.

3. Eine Polynom-Funktion erkennt man bekanntlich daran, dass irgendeine Ableitung ver-
schwindet. Deshalb definieren wir eine (Art) Ableitung mittels BXs := Xs−1, und dann
∇kXs := (1−B)kXs, also etwa

∇Xs = Xs −Xs−1, ∇2Xs = Xs − 2Xs−1 +Xs−2, ...

Ist nun ms =
∑k

i=0 ais
i, dann ist

∇kXs = k!ak +∇kYs,

also ein stationärer Prozess mit Erwartungswert k!ak. Zwar können wir durch dieses Vor-
gehen den Prozess (ms)s=0,1,2,... nicht schätzen, jedoch haben wir unseren Ausgangspro-
zess auf einen stationären Prozess zurückgeführt. Den ursprünglichen Prozess erhalten
wir dann wieder durch Summation, da etwa

Xt = X1 +
t∑

s=1

∆Xs,

Xt = X1 + t∆X1 +
t∑

s=1

∆Xs −∆X1

= X1 + t∆X1 +
t∑

s=1

s∑
r=1

∆Xr −∆Xr−1 = X1 + t∆X1 +
t∑

s=1

s∑
r=1

∆2Xr
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etc.

8.3 Vorhersage stationärer Prozesse

Nachdem wir nun wissen, wie wir aus einer Zeitreihe einen Trend eliminieren, beschäftigen wir
uns mit der Vorhersage in stationären Prozessen. Das bedeutet, dass wir X1, ..., Xt beobachten
und daraus Xt+1 vorhersagen wollen. Am einfachsten geht dies mit Projektionseigenschaften
in Hilbert-Räumen.

Definition 8.4 (Hilbert-Raum). Sei (H, 〈., .〉) ein Vektor-Raum, versehen mit einem Ska-
larprodukt. Ist die Norm x 7→ ||x|| :=

√
〈x, x〉 vollständig, so heißt (H, 〈., .〉) Hilbert-Raum.

Für x, y ∈ H schreiben wir x ⊥ y genau dann, wenn 〈x, y〉 = 0 und für M⊆ H schreiben
wir

M⊥ := {y : x ⊥ y für alle x ∈M}

für das orthogonale Komplement von M.

Bemerkung 8.5 (Parallelogramm-Identität etc.). 1. Die Norm ||.|| auf H definiert
eine Topologie auf H. Eine Folge x1, x2, ... ∈ H heißt konvergent gegen x ∈ H, falls
||xn − x||

n→∞−−−→ 0. (Wir schreiben dann xn
n→∞−−−→ x.) Weiter ist M⊆ H abgeschlossen,

wenn aus x1, x2, ... ∈M, x ∈ H mit xn
n→∞−−−→ x folgt, dass x ∈M.

2. Wie in jedem Vektor-Raum mit Skalarprodukt gilt in einem Hilbert-Raum die Parallelogramm-
Identität

||x+ y||2 + ||x− y||2 = 2||x||2 + 2||y||2.

Denn: Wegen der Bilinearität und Symmetrie des Skalarprodukts erhält man

||x+ y||2 + ||x− y||2 = 〈x+ y, x+ y〉+ 〈x− y, x− y〉
= 〈x, x〉+ 2〈x, y〉+ 〈y, y〉+ 〈x, x〉 − 2〈x, y〉+ 〈y, y〉
= 2||x||2 + 2||y||2.

3. Ist x ⊥ y, so gilt ||x+ y||2 = ||x||2 + ||y||2.
Denn: Wir berechnen direkt

||x+ y||2 = 〈x+ y, x+ y〉 = ||x||2 + ||y||2 + 2〈x, y〉 = ||x||2 + ||y||2.

4. Das Skalarprodukt ist eine stetige Abbildung.
Denn: Ist x, x1, x2, ... ∈ H mit ||xn − x||

n→∞−−−→ 0, so ist für jedes y ∈ H

|〈xn, y〉 − 〈x, y〉|2 = |〈xn − x, y〉|2 ≤ ||xn − x||2||y||2
n→∞−−−→ 0

wegen der Cauchy-Schwartz’schen Ungleichung.

Lemma 8.6 (Orthogonales Komplement ist abgeschlossener Teil-Vektorraum). Für
jedes M⊆ H ist M⊥ ein abgeschlossener Teil-Vektorraum von H.

Beweis. Man prüft einfach nach, dass 0 ∈ M⊥ und dass mit x1, x2 ∈ M⊥ auch λx1 ∈
M⊥ und x1 + x2 ∈ M⊥. Damit ist M⊥ ein Teil-Vektorraum. Ist nun x1, x2, ... ∈ M⊥ und
||xn−x||

n→∞−−−→ 0, so ist für jedes y ∈M auch 〈x, y〉 = limn→∞〈xn, y〉 = 0 wegen der Stetigkeit
des Skalarprodukts.
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Theorem 8.7 (Projektionstheorem). Sei (H, 〈., .〉) ein Hilbert-Raum, M ⊆ H ein abge-
schlossener Teil-Vektorraum und x ∈ H.

1. Es gibt ein eindeutiges x̂ ∈M, so dass

||x− x̂|| = inf
y∈M

||x− y||. (∗)

2. Sei x̂ ∈M. Dann gilt (∗) genau dann, wenn (x− x̂) ∈M⊥.

Beweis. 1. Zunächst zur Existenz. Sei d := infy∈M ||x−y||. Dann gibt es eine Folge y1, y2, ... ∈
M mit ||x− yn||

n→∞−−−→ d. Nun gilt mit der Parallelogrammidentität

0 ≤ ||ym − yn||2 = −||(ym + yn)− 2x||2 + 2||yn − x||2 + 2||ym − x||2

≤ −4d2 + 2(|yn − x||2 + ||ym − x||2)
m,n→∞−−−−−→ 0.

Damit ist y1, y2, ... eine Cauchy-Folge und es gibt x̂ ∈ H mit ||yn − x̂|| n→∞−−−→ 0. Da M
abgeschlossen ist, ist x̂ ∈M und

||x− x̂|| = lim
n→∞

||x− yn|| = d.

Für die Eindeutigkeit nehmen wir an, es gäbe ŷ ∈M, so dass (∗) auch für ŷ gilt. Dann ist

0 ≤ ||x̂− ŷ||2 = −||(x̂+ ŷ)− 2x||2 + 2(||x̂− x||2 + ||ŷ − x||2) ≤ −4d2 + 4d2 = 0,

also x̂ = ŷ.
2. ⇐: Für jedes y ∈M gilt

||x− y||2 = 〈x− x̂+ x̂− y, x− x̂+ x̂− y〉 = ||x− x̂||2 + ||x̂− y||2 ≥ ||x− x̂||2

woraus (∗) folgt.
⇒: Sei (x − x̂) /∈ M⊥. Dann gibt es y ∈ M mit a := 〈x − x̂, y〉 > 0. Dann ist für x̃ :=
x̂+ ay/||y||2 ∈M

||x− x̃||2 = 〈x− x̂+ x̂− x̃, x− x̂+ x̂− x̃〉
= ||x− x̂||2 + a2/||y||2 − 2a〈y/||y||2, x− x̂〉 = ||x− x̂||2 − a2/||y||2 < ||x− x̂||2.

Damit erfüllt x̂ also nicht (∗) und die Behauptung ist gezeigt.

Definition 8.8 (Vorhersage-Gleichungen). Gegeben x ∈ H und einen abgeschlossenen
Teil-Vektorraum M⊆ H, lauten die Vorhersagegleichungen

〈x− x̂, y〉 = 0 für alle y ∈M,

die man nach x̂ ∈ M auflösen muss. In diesem Sinne ist also x̂ ∈ M eine Vorhersage für
x ∈ H (unter der Bedingung, dass ||x− x̂|| minimal ist). Man schreibt auch x̂ = PMx, wobei
man PM als Projektionsoperator bezeichnet.

Ist span(y1, y2, ...) =M, so sind die Vorhersagegleichungen genau dann erfüllt, wenn

〈x− x̂, yn〉 = 0 für alle n = 1, 2, ....
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Beispiel 8.9 (Regression). Bei der Regression hatten wir (für k < n) Daten x1, ..., xn ∈
Rk+1 und y1, ..., yn ∈ R. Gesucht war β̂ ∈ Rk+1, so dass ||y − xβ|| minimal wird (wobei
x = (x1, ..., xn)>).
Sei alsoH = Rn undM = span(x·0, ..., x·k) ein (maximal) k+1-dimensionaler, abgeschlossener
Unter-Vektorraum. Da wir also infz∈M ||z − x|| bestimmen wollen, wird dies nach Theorem
genau von dem ŷ ∈M gelöst, für das

〈y − ŷ, x·i〉 = 0, i = 0, ..., k

gilt. Mit ŷ = xβ̂ muss also x>y = x>xβ̂ gelten. Ist x>x invertierbar, bedeutet dies, dass

β̂ = (x>x)−1x>y.

Genau dasselbe Ergebnis haben wir bereits in Theorem 2.3 des Regressions-Skriptes erhalten.

8.4 Vorhersage von stationären Zeitreihen

In diesem Kapitel gehen wir von einem stationären, stochastischen Prozess (Xs)s=1,2,... mit
E[X2

t ] < ∞ aus, den wir für Zeiten s = 1, ..., t beobachtet haben. Wir wollen durch die
Beobachtungen X1, ..., Xt den Wert Xt+1 vorhersagen.

Proposition 8.10 (Vorhersage von stationären Prozessen). Sei L2(P) der Hilbert-
Raum der quadratisch integrierbaren Zufallsvariablen, versehen mit dem Skalarprodukt 〈X,Y 〉 :=
E[XY ]. Sei (Xs)s=1,2,... ein stationärer stochastischer Prozess mit Erwartungswert 0 und
Auto-Kovarianzfunktion γ. Weiter sei M := span(X1, ..., Xt). Sei φ11, ..., φtt ∈ R so, dass

t∑
s=1

φtsγ(s− r) = γ(r), r = 1, ..., t, oder ΓtΦt = γt

mit Γt := (γ(s− r))r,s=1,...,t,Φt := (φts)s=1,...,t, γt := (γ(s))s=1,...,t. Dann ist

X̂t+1 :=
t∑

s=1

φtsXt+1−s (8.1)

die Projektion von Xt+1 auf M (und damit die beste lineare Vorhersage von Xt+1 gegeben
X1, ..., Xt).

Beweis. Es gilt zu zeigen, dass das angegebene X̂t+1 die Vorhersagegleichungen erfüllt. Diese
sind für r = 1, ..., t

0 = 〈Xt+1 − X̂t+1, Xt+1−r〉 =
〈
Xt+1 −

t∑
s=1

φtsXt+1−s, Xt+1−r

〉
= γ(r)−

t∑
s=1

φtsγ(s− r).

Daraus folgt bereits die Behauptung.

Ist Γt in der obigen Proposition für alle t invertierbar, so berechnet sich die Vorhersage
X̂t+1 mit Φt = Γ−1t γt und (8.1). Wir geben nun einen Algorithmus an, mit dem man diese
Vorhersagen rekursiv berechnen kann. Der Vorteil dabei ist, dass man bei der Vorhersage des
nächsten Wertes der Zeitreihe auf bereits berechnetes zurückgreifen kann.
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Theorem 8.11 (Der Innovations-Algorithmus). Sei (Xs)s=1,2,... ein stationärer stocha-
stischer Prozess mit Erwartungswert 0 und Auto-Kovarianzfunktion γ. Sei Γt aus Propositi-
on 8.10 für alle t invertierbar. Dann ist die Vorhersage X̂t+1 und vn+1 := ||Xn+1 − X̂n+1||2
gegeben durch die Rekursion

X̂t+1 =

{
0, t = 0,∑t

s=1 θts(Xt+1−s − X̂t+1−s), t ≥ 1
(8.2)

mit

v1 := γ(0),

θt,t−s := v−1s+1

(
γ(t− s)−

s−1∑
r=0

θs,s−rθt,t−rvr+1

)
, s = 0, ..., t− 1,

vt+1 := Γ(t+ 1, t+ 1)−
t−1∑
r=0

θ2t,t−rvr+1.

Bemerkung 8.12. Man überzeugt sich leicht davon, dass die Parameter θts und vt in der
Reihenfolge v1; θ11, v2; θ22, θ21, v3; θ33, θ32, θ31, v4; ... rekursiv berechnet werden können.

Beweis. Das System (X1−X̂1, ..., Xt−X̂t) ist orthogonal, da Xr−X̂r ∈ span(X1, ..., Xr−1)
⊥ =

span(X1 − X̂1, ..., Xr−1 − X̂r−1)
⊥ für r = 1, ..., t gilt. Nimmt man in (8.2) das Skalarprodukt

mit Xs+1 − X̂s+1, so erhält man für s = 0, ..., t− 1

〈X̂t+1, Xs+1 − X̂s+1〉 =

t∑
r=1

θtr〈Xt+1−r − X̂t+1−r, Xs+1 − X̂s+1〉 = θt,t−svs+1.

Da (Xt+1 − X̂t+1) ⊥ (Xs+1 − X̂s+1), sieht man, dass

θt,t−s = v−1s+1〈Xt+1, Xs+1 − X̂s+1〉

= v−1s+1

(
γ(t− s)−

s∑
r=1

θsr〈Xt+1, Xs+1−r − X̂s+1−r〉
)

= v−1s+1

(
γ(t− s)−

s−1∑
r=0

θs,s−r〈X̂t+1, Xr+1 − X̂r+1〉
)

= v−1s+1

(
γ(t− s)−

s−1∑
r=0

θs,s−rθt,t−rvr+1

)
.

Da X̂t+1 ⊥ (Xt+1 − X̂t+1), ist ||Xt+1||2 = ||X̂t+1||2 + ||Xt+1 − X̂t+1||2 und damit

vt+1 = ||Xt+1 − X̂t+1||2 = ||Xt+1||2 − ||X̂t+1||2 = γ(0)−
t∑

r=1

θ2trvt+1−r

= γ(0)−
t−1∑
r=0

θ2t,t−rvr+1.

Damit sind alle Aussagen gezeigt.
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8.5 AR(I)MA-Prozesse

Wir behandeln nun eine äußerst wichtige Klasse von Zeitreihen.

Definition 8.13 (AR(I)MA-Prozess). Sei X = (Xt)t∈Z eine Zeitreihe und B der Shift-
Operator aus Definition 8.1.

1. Die Zeitreihe X heißt ARMA-Prozess (der Ordnung p, q ∈ N), falls X stationär ist und
es eine unabhängige Familie Z = (Zt)t∈Z gibt mit Zt ∼ N (0, σ2), sowie φ1, ..., φp, θ1, ..., θq ∈
R mit

Xt − φ1Xt−1 − · · · − φpXt−p = Zt + θ1Zt−1 + · · ·+ θqZt−q, t ∈ Z.

Wir schreiben für diese Gleichungen auch

φ(B)Xt = θ(B)Zt, t ∈ Z

mit

φ(x) := 1− φ1x− · · · − φpxp, θ(z) = 1 + θ1z + · · ·+ θqz
q

(mit Bi(X) := Xt−i). Hier steht AR für Auto-Regressive und MA für Moving Average.

2. Ein ARMA-Prozess X heißt kausal, wenn es eine Folge ψ0, ψ1, ... ∈ R gibt mit
∑∞

s=0 |ψs| <
∞ und

Xt =
∞∑
s=0

ψsZt−s.

3. X heißt ARIMA-Prozess (der Ordnung p, d, q ∈ N), falls ∆dX ein kausaler ARMA-
Prozess der Ordnung p, q ist.

Beispiel 8.14 (MA-Prozess). Ist φ = 1 und θ1, ..., θq wie oben, also

Xt = θ(B)Zt = Zt + θ1Zt−1 + · · ·+ θqZt−q,

so sprechen wir von einem AR-Prozess der Ordnung q. Dieser Prozess ist immer stationär, da
(mit θ0 := 0) für h = 0, 1, 2, ...

E[Xt] =

q∑
i=0

θiE[Zt−i] = 0,

COV[Xt, Xt+h] =

q∑
i=0

q∑
j=0

θiθjCOV[Zt−iZt+h−j ] =

{∑q−h
i=0 θiθi+hσ

2, h = 0, ..., q,

0, sonst.

Außerdem ist X trivialerweise immer kausal.

Beispiel 8.15 (AR-Prozess). Ist θ = 1 und φ1, ..., φp wie oben, also

Xt − φ1Xt−1 − · · · − φpXt−p = Zt

und ist X stationär, so sprechen wir von einem MA-Prozess der Ordnung p.
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Als Beispiel betrachten wir p = 1 mit |φ1| < 1. Es gilt also iterativ für n = 1, 2, ...

Xt = Zt + φ1Xt−1 = Zt + φ1Zt−1 + φ21Xt−2 = · · ·
= Zt + φ1Zt−1 + · · ·+ φs1Zt−s + φs+1

1 Xt−s−1.

Ist nun X stationär, so ist t 7→ E[X2
t ] konstant, und falls E[X2

0 ] <∞ folgt

E
[(
Xt −

t∑
s=0

φs1Zt−s

)2]
= φt+1

1 E[X2
0 ]

t→∞−−−→ 0.

Also folgt (zumindest im L2-Sinne)

Xt =
∞∑
s=0

φs1Zt−s, (∗)

also ist X kausal.
Ist also andersherum Xt durch die letzte Gleichung gegeben (mit |φ1| < 1), so ist für h =
0, 1, 2, ...

E[Xt] =
∞∑
s=0

φs1E[Zt−s] = 0,

COV[Xt, Xt+h] =

∞∑
r=0

∞∑
s=0

φr1φ
s
1COV[Zt−r, Zt+h−s] =, σ2

∞∑
r=0

φ2r+h1 = σ2
φh1

1− φ21
.

Also ist dann X stationär.

Proposition 8.16 (Berechnung von γ). Sei X ein kausaler ARMA-Prozess mit φ(B)Xt =
θ(B)Zt und Xt =

∑∞
s=0 ψsZt−s, t ∈ Z. Dann gilt

γ(h)−
p∑
s=1

φsγ(h− s) =

{
σ2
∑q

j=h θjψj−h, h = 0, ..., q,

0, h = q + 1, q + 2, ...

Beweis. Geht man von den Gleichungen φ(B)Xt = θ(B)Zt aus, und bildet auf beiden Seiten
das Skalarprodukt mit Xt−h, so erhält man direkt

γ(h)− φ1γ(h− 1)− ...− φpγ(h− p) =

q∑
j=1

∞∑
s=0

θjψs〈Zt−h−s, Zt−j〉

= σ2
q∑
j=1

θjψj−h1j≥h = σ2
q∑

j=h

θjψj−h.

Bemerkung 8.17 (Numerische Berechnung von γ). Die Gleichungen der letzten Pro-
position kann man verwenden, um rekursiv die Funktion γ zu berechnen. Zunächst stellt
man die Gleichungen für h = 0, ..., p auf. Die linken Seiten hängen für diese p + 1 Gleichun-
gen nur von γ(0), ..., γ(p) ab (wegen der Symmetrie γ(j) = γ(−j)). Löst man dieses lineare
Gleichungssystem auf, so kann man anschließend die Werte für γ(p+ 1), γ(p+ 2), ... rekursiv
berechnen.
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8.6 Zeitreihen mit R

Wir generieren zunächst eine (kausale, stationäre) AR-Zeitreihe der Ordnung p = 1 und
plotten diese; siehe Figur 8.1. Der Befehl ts macht aus dem Vektor x eine Zeitreihe, für die
R im Folgenden weitere Befehle bereitstellt.

end<-200

x<-rep(0,end)

z<-rnorm(end)

phi1<-0.9

for(i in 2:end) {

x[i]<-z[i] + phi1 * x[i-1]

}

dat<-ts(x)

plot(dat, type=’l’)

Um Vorhersagen in Zeitreihen machen zu können, bietet sich das Paket forecast an,13

das wir mit

install.packages("forecast")

library("forecast")

laden. Zwar wissen wir alle Parameter unserer Zeitreihe (p = 1, q = 0, φ1 = 0.9), aber R stellt
auch eine Funktion zur Schätzung der Parameter bereit (deren Funktion wir nicht besprechen
werden). Mit

>auto.arima(dat, d=0)

Series: dat

ARIMA(1,0,0) with zero mean

Coefficients:

ar1

0.9022

s.e. 0.0292

sigma^2 estimated as 0.8581: log likelihood=-269.32

AIC=542.65 AICc=542.71 BIC=549.25

sehen wir, dass R einen ARMA-Prozess der Ordnung (1, 0) mit φ1 = 0.9022 vorschlägt.14

Nun veranschaulichen wir noch, wie man eine Vorhersage des i-ten Datenpunktes macht
und grafisch mit der echten Zeitreihe vergleichen kann.

13Übrigens hätte es hier auch ein Simulationstool für ARMA-Modelle gegeben. Obige Zeitreihe hätten wir
auch mit

plot(arima.sim(list(ar=(0.9)), n=200))}

simulieren können.
14Wir hätten auch

>arima(x = dat, order = c(1, 0, 0), include.mean = FALSE)

Call:
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Abbildung 8.1: Eine AR-Zeitreihe.
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Abbildung 8.2: Eine AR-Zeitreihe und ihre Vorhersage ab t = 100 (basierend auf den
vergangenen Daten).
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datloc<-rep(0,200)

for(i in 100:end) {

fit<-arima(dat[1:i], order=c(1,0,0))

datloc[i]<-predict(fit, n.ahead=1)$pred[1]

}

plot(arima.sim(list(ar=(0.9)), n=200))}

lines(100:end, datloc(100:end), col="red")

arima(x = dat, order = c(1, 0, 0), include.mean = FALSE)

Coefficients:

ar1

0.9022

s.e. 0.0292

sigma^2 estimated as 0.8581: log likelihood = -269.32, aic = 542.65

verwenden können und damit die Ordnung vorgeben.
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